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摘要：电力设备缺陷文本中蕴含了大量的设备运行规律，可采用自然语言处理技术对其进行挖掘，为设备

运维提供指导。针对该现状构建了一种基于知识增强的语义表示模型（ERNIE）预训练的电力设备缺陷文本

挖掘方法。首先，分析了传统词向量模型的局限性，并总结了电力设备缺陷文本的特点，针对以上问题采用

一种基于ERNIE进行预训练，得到包含缺陷文本上下文语境信息的词向量；接着，采用双向长短时记忆网络

（BiLSTM）对缺陷文本双向学习，进一步提取缺陷文本语义特征并分类；最后，通过实例分析表明ERNIE-BiLSTM
模型具有更良好的分类性能，为今后电力设备缺陷文本挖掘提供了新的思路。
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Abstract: There are a lot of equipment operation rules in power equipment defect text，which can be mined by

natural language processing technology to provide guidance for equipment maintenance. Aiming at this situation，a

defect text mining method based on enhanced representation through knowledge integration（ERNIE）pre-trained

was constructed. Firstly，the limitations of traditional word vector model were analyzed，and the characteristics of

power equipment defect text were summarized. Aiming at the above problems，ERNIE was used for pre training to

get the word vector containing the context information of the defect text. Then，bidirectional long short term

memory（BiLSTM）was used to learn the defect text in two directions，and the semantic features of the defect text

were further extracted and classified. Finally，an example shows that ERNIE-BiLSTM has better classification

performance，which provides a new idea for future power equipment defect text management.
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杨帆，等

电力系统在日常运行中积攒了大量的缺陷

文本数据，这些文本数据中蕴含了设备的潜在运

行规律[1]。在当前“电力大数据”的时代背景下，

如何利用基于数据驱动的人工智能方法从数据

中挖掘出相关运行规律，对提升电力系统的运维

检修智能化具有重要意义[2]。
近年来，在电力文本挖掘领域，主要应用研

究有：设备缺陷等级分类、历史文本经验指导和

健康状态评价等。文献 [3]利用 One-hot编码实

现缺陷文本的向量化，并采用 K最近邻算法

（K-nearest neighbor，KNN）进行分类，提升断路器

状态评价合理性，但One-hot模型添加新词困难，

面对电力设备缺陷文本这种高维数据集容易导

致维数灾难等问题，无法衡量词语之间的语义关

联度；文献[4]利用隐马尔可夫法（hidden Markov
model，HMM）对断路器缺陷文本进行向量化，并

52



杨帆，等：基于ERNIE预训练的电力设备缺陷文本挖掘方法 电气传动 2022年 第52卷 第14期

采用比率型状态信息融合模型对断路器全寿命

健康状态进行展示，但HMM这种词库型自然语

言处理技术无法很好地处理电力缺陷文本这种

专业性强的语料；文献[5]通过 BiLSTM深度提取

缺陷文本句级别的深层语义特征，提高分类效

果；文献[6]提出一种基于深度语义学习的变压器

运维文本挖掘方法，研究给出的健康指数计算方

法有助于运维人员更直观理解变压器缺陷程度；

文献[7]在文献[5]的基础上提出一种基于注意力

机制的 BiLSTM缺陷文本分类方法，提出的缺陷

处理优先指数具有实际应用价值。文献[5-7]的
共性在于均采用了Word2vec词嵌入模型[8]对缺陷

文本进行向量化，以无监督学习的方式学习语义

信息，将分词后的缺陷文本映射为K维向量，这种

向量被称为静态词向量，词向量无法根据上下文

语境动态调整。但文本信息特征表示的好坏对

缺陷文本分类的准确率影响重大，好的词向量能

够有效提升模型的学习效果[9]。电力设备缺陷文

本本身即存在着特征稀疏等问题，导致Word2vec
并不能完整地表示缺陷文本的语义信息。另一

方面，不同电力设备的缺陷类型有所不同，且电

力文本还包括了调度文本等，Word2vec需要根据

应用场景进行重新训练，词向量效果无法保证，

模型整体的鲁棒性和泛化能力较差。

为了更好地利用缺陷文本上下文语义信息，

保留句子层面的语义特征，学界目前的研究重点

已经转向以句为单位的预训练语言模型[10]，使词

向量能够动态地根据上下文进行调整，解决一词

多义问题的同时充分提升了模型的泛化能力。

为了提高预训练语言模型的分类准确率，Mat⁃
thew E. Peters等人[11]在 2018年提出的ELMo模型

通过深度双向语言模型进行预训练，使产生的词

向量能够包含丰富的句法和语义信息，并且能对

多义词进行建模，这种能够根据上下文语境进行

调整的词向量被称为动态词向量。然而ELMo的
双向学习机制在时间上是不同步的，为了解决这

一问题，Google于 2018年提出了真正意义上的基

于双向 Transformers编码表示（bidrectional enco-
der representations from transformers，BERT）的预

训练语言模型[12]，各项研究均表明预训练语言模

型在自然语言处理领域的多项任务中都表现出

优异的性能。在电力文本挖掘领域，近年来预训

练语言模型也开始展现出了优势，文献[13]提出了

一种基于PBERTBiLC的电力实体信息识别方法，

利用大量电力领域相关文本语料进行学习，生成

具有电力特色的BERT模型，并结合BiLSTM和条

件随机场（conditional random field，CRF）共同构建

了电力实体信息识别模型，提高了电力实体信息

识别准确率；文献[14]针对电网调度语言的特点对

BERT的输入特征进行改进，提高了模型对调度语

言的适应性，并验证了其在困惑度和语音识别效

果中的优势。

为了提高电力设备缺陷文本挖掘模型的泛化

能力和准确率，本文首先总结了电力设备缺陷文

本的特点，在此基础上采用一种基于知识增强的

预训练语言模型ERNIE对缺陷文本进行向量化，

训练出包含上下文语义信息的缺陷文本词向量，

增强其语义表示能力；其次，为了进一步获取缺陷

文本的双向语义信息，本文在ERNIE模型的基础

上增加了BiLSTM单元，将ERNIE训练后得到的缺

陷文本词向量作为BiLSTM的输入进行双向学习，

并采用Softmax分类器进行分类；最后，以准确率、

精确度及召回率作为评价指标，与传统词向量模

型及分类模型进行比较，所提出的 ERNIE-BiL⁃
STM模型具有更强的语义学习能力和泛化能力。

1 电力设备缺陷文本特点

电力设备缺陷文本内容通常包括了缺陷所

在单位、缺陷编号、缺陷发现日期、缺陷设备、缺

陷内容、缺陷等级、技术原因、处理详情等。缺陷

内容记录了电力设备的具体缺陷情况，如设备产

生缺陷的具体部件、缺陷的具体现象等，运维人

员会将具体的缺陷信息以文本的形式详细记录

在缺陷内容中，缺陷内容对于缺陷等级的评估具

有重要的价值。因此，缺陷文本蕴含了大量的健

康状态既往史和同类设备运行规律，如果能正确

地通过缺陷内容判断缺陷的严重程度，避免人为

主观因素的影响，便可为设备的检修周期提供决

策参考，在设备生命将至时提前对设备进行维修

或更换。图1给出了缺陷文本的数据结构。

从图 1中可以看出，相较于普通的中文文本，

电力设备缺陷文本具有以下特点：

1）缺陷文本专业性非常强，包含了大量的电

气专业术语；

2）缺陷文本中掺杂着大量的数字、单位及特

殊符号等，例如“主变本体渗油，大约 20 s 1滴，目

前油位在1/2处”。包含的数字对于缺陷文本的等

级判断起着重要的作用，传统的文本挖掘方法在
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学习缺陷文本时容易忽略数字部分的量化信息；

3）缺陷文本往往包含了大量缩写，长短差异

也较大。缺陷文本通常为人工输入，由于经验及

习惯的差异，存在着记录方式的差异，例如“呼吸

器”、“吸湿器”和“吸潮器”均表示同一个含义，以

及“主变有载油位过高”与“主变有载油位高于正

常油位的上限”，两条缺陷文本表示的含义相同，

但文本的长度和记录形式均有所差异。

图1 电力设备缺陷文本数据结构图

Fig.1 Data structure of power equipment defects text
2 基于ERNIE-BiLSTM的电力设备

缺陷文本分类模型

预训练语言模型本质上采用了迁移学习的

思想。预训练语言模型能将电力相关领域数据

集中学习到的先验语言知识迁移到缺陷文本领

域，从而有效地提升了模型泛化能力。因此，为

了解决缺陷文本在向量化时容易丢失上下文语

义信息、泛化能力较差等问题，本文采用了一种

更适用于中文文本挖掘的的预训练模型ERNIE，
相较于BERT和ELMo，ERNIE是一种基于大规模

中文语料训练出来的语言模型，多项研究均已证

明ERNIE在文本分类、命名实体识别等多个中文

文本挖掘任务上都要表现得更为优秀。其次，为

了得到更好的缺陷文本分类结果，采用 BiLSTM
模型对 ERNIE产生的词向量进一步进行特征提

取，BiLSTM克服了传统循环神经网络的梯度爆

炸和梯度消失的问题，能对缺陷文本进行双向编

码提取特征。

ERNIE-BiLSTM的结构如图 2所示，模型包

括了 3个部分。假设预处理后的电力设备缺陷文

本为E=[E1，E2，…，EN]，利用ERNIE进行预训练求

取其词向量表示 T=[T1，T2，…，TN]；然后将ERNIE
输出的词向量 T作为BiLSTM层的输入进行特征

提取，进一步提取电力设备缺陷文本中每个词语

的上下文语义信息，经过双向学习后的缺陷文本

词向量表示为 H=[H1，H2，…，HN]；最后采用 Soft⁃
max层进行分类，计算输入的缺陷文本的分类标

签的概率分布，判断其缺陷等级。

图2 ERNIE-BiLSTM结构图

Fig.2 ERNIE-BiLSTM structure
2.1 ERNIE预训练语言模型

ERNIE是一种知识增强的语义表示模型，通

过对海量数据中的词、实体及实体关系等先验语

义知识建模，进而学习到完整概念的语义表示[15]。
ERNIE与BERT都是以多层双向Transformer编码

器为基础单元构建的预训练语言模型，结构如图

3所示[16]。

图3 ERNIE结构示意图

Fig.3 Structure of ERNIE
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ERNIE包括编码和知识整合两个部分。编

码部分利用 Transformer编码器生成融合了上下

文语义信息的缺陷文本词向量，从图中可以看出

Transformer编码器基于注意力机制进行建模，注

意力机制能够反映缺陷文本中不同词汇之间的

重要程度，提高有助于缺陷文本分类信息的权

重，进一步提高模型特征抽取的准确性；在知识

整合部分，ERNIE提出了一种多阶段知识遮蔽策

略，融合了字符、短语以及实体级别的缺陷文本

语义知识。知识遮蔽指的是通过随机掩码一些

字符，训练模型预测被掩码的部分，进而有效学

习到被掩码部分的上下文信息。相较于BERT模
型的单一字掩码策略，ERNIE引入了字符、短语

和实体三种级别的掩码方式，通过多阶段知识遮

蔽策略，ERNIE能够生成一个包含了丰富缺陷文

本语义信息的词向量，有效保留了缺陷文本中各

成分之间的关联性，从而保证重要的语义信息不

会丢失。

2.2 BiLSTM模型

传统的机器学习方法依赖人工预先进行特

征提取，再进行文本分类，容易导致前后文信息

丢失。长短时记忆网络（long short term memory，
LSTM）为了解决这一问题，利用门控单元来控制

长期信息的传递过程，增强上下文的关联性。

LSTM具有三个门控结构，包含了输入门（it）、遗

忘门（ft）、输出门（ot）及记忆单元（ct），能够有效克

服一般神经网络所存在的梯度消失问题。LSTM
结构如图4所示。

图4 LSTM结构图

Fig.4 LSTM structure
图 4中，xt为 t时刻的输入；ft为 t时刻对 t+1时

刻的输出；ot为 t时刻的输出；ht为隐藏层，表示 t
时刻的输出；σ为 Sigmoid函数；ct为 t时刻的单元

状态。LSTM中门控单元计算公式如下所示：

it = σ (W i ⋅ [ ht - 1 , xt ] + bi ) （1）
ft = σ (W f ⋅ [ ht - 1 , xt ] + bf ) （2）
ot = σ (Wo ⋅ [ ht - 1 , xt ] + bo ) （3）

ht = ot tanh ct （4）
ct = ft ct - 1 + it tanh (Wc·[ ht - 1, xt ] + bc ) （5）

式中：Wi，Wf，Wo为门控单元连接的权重矩阵；bi，

bf，bo为偏移值。

然而，LSTM只能学习电力设备缺陷文本的

上文语义。BiLSTM能对缺陷文本进行双向编

码，结构如图 5所示。其中，xt为输入；ht为正向输

出；ht为反向输出；ht为 t时刻BiLSTM的输出。

图5 BiLSTM结构图

Fig.5 BiLSTM structure
例如，某变压器缺陷文本数据“主变本体矽

胶全部变色”，通过正向编码能学习到“主变”等

语义信息，而反向编码则能学习到“变色”等语义

信息。BiLSTM能考虑缺陷文本上下文信息，对

有价值信息的语序含义进行保留，提高缺陷文本

分类准确率。

3 实例分析

3.1 实验环境及实验数据集

具体实验环境如下：选择 Python语言作为开

发语言，CPU型号为 Intel Core i7-8750H，开发工

具选择 JetBrains PyCharm。

为了研究本文所构建的 ERNIE-BiLSTM模

型对于电力设备缺陷文本的分类效果，本文经过

筛选、去除无效文本，选取某地电网公司 2010—
2016年的变压器缺陷文本共计 13 095条，每条缺

陷文本均已人工标注了缺陷等级，缺陷等级分为

“一般”、“严重”和“危急”3种。将所有变压器缺陷

文本随机以 4∶1的比例划分为训练集与测试集，

进行 5倍交叉验证，变压器缺陷文本数目统计如

表1所示。
表1 变压器缺陷文本数目统计

Tab.1 Statistics of transformer defect text number
缺陷等级

训练集

测试集

共计

一般

6 076
1 519
7 595

严重

4 204
1 051
5 255

危急

196
49
245

共计

10 476
2 619
13 095

3.2 评价指标

为了验证缺陷文本分类模型的效果，在完成

训练和测试后，需要对测试结果进行评价，因此

采用准确率 Acc、精确度 P及召回率 R作为评价

指标，定义如下：

Acc = TP + TN
TP + FP + FP + FN （6）
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P = TP
TP + FP （7）

R = TP
TP + FN （8）

式中：TP为缺陷文本正类正确的样本数目；FP为

缺陷文本负类正确的样本数目；TN，FN为与缺陷

文本实际分类预测相反的样本数目。

由表1可知，缺陷文本分类是多分类问题，且数

据集分布不平衡，“危急”缺陷样本数目较少。因

此为了保证评价结果的合理性，本文还采用宏平

均综合指标F1对模型的全局性能进行评估，宏平

均综合指标将多分类问题拆分成多个二分类问

题来综合每个类别的分类准确情况，定义如下：

F1 = 2PR
P + R （9）

3.3 实验结果对比及分析

为了最大限度保留缺陷文本中电气专业词汇

信息，本文根据变压器缺陷文本特点总结了相关

领域词典，以 Jieba分词工具为基础实现缺陷文本

的分词。此外，为了降低缺陷文本冗余度，结合哈

工大停用词表设立了停用词，并补充了地址等对判

断缺陷等级无用的词汇，进一步提升特征提取的

准确率。缺陷文本预处理流程示意图如图6所示。

图6 缺陷文本预处理示意图

Fig.6 Schematic diagram of defect text preprocessing
3.3.1 预训练对缺陷文本分类结果的影响

传统的静态词向量模型虽然有效解决了维数

灾难等问题，但缺乏对上下文语境信息的考虑。为

了验证ERNIE对缺陷文本分类准确率的提升，在

文本表示阶段，选取了Word2Vec，GloVe两种静态

词向量模型和BERT预训练语言模型与其进行对

比。图7给出各模型在训练过程中的准确率变化

曲线。

从图 7中可以看出，随着迭代次数的增加，所

有模型均呈现整体上升趋势，预训练语言模型均

能在迭代次数较少的时候取得不错的效果，并且

由于ERNIE基于中文语料进行建模，能以最少的

迭代次数达到最优。而传统的静态词向量模型准

确率在迭代过程中波动幅度较大，且准确率始终

低于预训练语言模型。最终实验结果如图8所示。

图7 训练集准确率变化曲线

Fig.7 Training set accuracy curves

图8 词向量模型对分类结果的影响

Fig.8 Influence of word vector model on classification results
从图 8中可以看出，Word2Vec的分类准确率

最低，主要原因是缺陷文本记录内容表达多样

化，自行编撰的领域词典难以概括全部内容；

GloVe由于引入了缺陷文本的全局统计信息，故

性能要略优于Word2Vec。传统的静态词向量无

法解决变压器缺陷文本中错字等情况，例如“变

压气”等。

预训练语言模型对于分类性能的提升非常

明显。相较于Word2Vec只能在单个字符或词汇

上提取缺陷文本特征信息，BERT结合了缺陷文

本的全部内容，对每个字符都进行概率预测，提

取句子层面语义信息。而 ERNIE对变压器缺陷

文本进行动态语义编码优于BERT的原因主要有

两方面，ERNIE通过知识增强的方法引入了实

体、短语级别的多阶段掩码策略，学习到真实的

缺陷文本语义关系，而 BERT只能对字符进行掩

码学习，两者掩码策略上的区别如图9所示。

图9 ERNIE和BERT掩码策略的差异

Fig.9 The different masking strategy
between ERNIE and BERT
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从图 9中可以看出，BERT通过学习局部的

“变”和“开”字，能够成功预测被掩码的“主”和

“关”字，但单一基于字符的掩码策略缺乏对实体

单元及语义关系的建模学习，例如 BERT无法建

模“变色”的到底是“硅胶”还是“呼吸器”；ERNIE
由于引入了短语和实体级别的语义知识，能够学

习完整的实体单元，例如“分接开关”，同时能够

建模“硅胶”和“变色”之间的语义关系，提高模型

的可解释性。并且 ERNIE是一种基于多种中文

语料库训练出来的语言模型，训练语料的扩展不

仅提高了ERNIE的语义表示能力，也显著提高了

其处理缺陷文本时的泛化能力，使其在面对电力

文本挖掘的不同应用场景时具备更好的鲁棒性。

3.3.2 不同缺陷文本分类模型性能对比

为了验证BiLSTM在缺陷文本分类问题上的

优势，在文本分类阶段，选取了支持向量机（sup⁃
port vector machine，SVM）和 KNN两种机器学习

算法及卷积神经网络（convolutional neural net⁃
works，CNN）、循环神经网络（recurrent neural net⁃
work，RNN）以及LSTM作为对比，实验结果如表 2
所示。

表2 不同文本分类模型结果统计

Tab.2 Statistical results of different text classification models
模型

SVM
KNN
CNN
RNN
LSTM
BiLSTM

Acc/%
54.13
59.24
87.27
88.39
90.53
94.33

P/%
46.52
57.27
83.16
85.43
90.74
93.98

R/%
44.87
60.11
86.39
89.29
89.46
94.25

F1/%
45.68
58.66
84.74
87.32
90.11
94.09

从表 2中可以看出，SVM和KNN两种机器学

习算法分类性能要显著低于深度学习。传统机

器学习方法依赖词向量的质量，而深度学习方法

具有更强的泛化能力，能够自适应提取缺陷文本

特征，提高分类准确率。

由于 CNN使用固定窗口作为缺陷文本的上

下文信息，因此只能学习到局部特征，卷积核大

小对分类性能影响较大；RNN无法解决长距离依

赖问题，在面对长文本时容易丢失重要语义信

息。LSTM虽然克服了CNN和RNN的缺点，但忽

略了未来信息和局部语义特征对缺陷文本的影

响。BiLSTM通过双向编码学习融合了全局上下

文的特征信息，为缺陷文本分类准确率提供双重

保证。并且BiLSTM在解决长文本分类问题上优

势会更为明显，具有良好的泛化性能，能应用于

不同的电力文本挖掘问题，例如操作票、调度文

本等长文本内容。

4 结论

针对缺陷文本的特点，本文提出一种基于

ERNIE和BiLSTM融合的电力设备缺陷文本分类

方法。ERNIE预训练语言模型通过多阶段知识

遮蔽策略生成包含缺陷文本上下文信息的词向

量，BiLSTM进一步提取缺陷文本的句义特征。

所提模型能有效提升缺陷文本分类准确率，减少

运维人员的工作量。此外，采用人工智能的技术

能改善因经验差异导致的部分亚健康缺陷难以

判断缺陷等级的情况，促进电网的智能化发展。
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