
电气传动 2021年 第51卷 第17期

摘要：对电能质量事件（PQE）的识别是维持智能电网稳定工作的基础。从模式识别角度出发，提出一种

快速准确的 PQE 检测算法。算法包括特征选择与决策两个阶段。在第 1阶段，主要基于直方图方法，该方法

可以检测出大多数 PQE 类，同时与基于离散小波变换（DWT）的技术结合，使用多尺度分析以提高性能。在第

2阶段，使用极限学习机（ELM）对 PQE进行分类。在真实数据集上的实验结果表明，该方法对 PQE 的检测精

度相比其他方法具有较大优势。
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Abstract: Identification of power quality event（PQE）is the basis for maintaining stable operation of smart

grid. From the perspective of pattern recognition，a fast and accurate PQE detection algorithm was proposed. The

algorithm included two stages，including feature selection and decision making. In the first phase，based mainly on

the histogram method，this method could detect most PQE classes and combines with discrete wavelet transform

（DWT）based techniques to improve performance by using multiresolution analysis. In the second phase，PQEs

were classified using an extreme learning machine（ELM）. The experimental results on the real dataset show that the

detection accuracy of the PQE is superior to other methods.
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凌万水，等

作为一个高度复杂的网络，智能电网在运行

过程中需要先进的监测系统维持其可靠性、安全

性与可持续性地工作。随着工业物联网（internet
of things，IoT）等概念的提出，智能电网将产生越

来越海量的数据，这也对快速有效的数据处理与

挖掘提出更高要求[1]。此外，当今的智能电网体

系正在连接越来越多样化的基本单位，如各类可

再生能源与高级计量设施（advanced metering in⁃
frastructure，AMI）等[2]。由于工业社会与电网的高

度耦合，停电等电能质量问题会造成重大损失。

在电能质量监测领域，电能质量事件（power
quality event，PQE）分类是一个关键问题。一般

地，PQE分类分为特征提取与决策两个阶段。在

特征提取阶段，使用信号处理技术将电能质量

（PQ）信号转换到特定的特征空间并提取特征，然

后在决策阶段基于特征使用各种分类模型完成

分类。特征空间的形式取决于特征变换中使用

的方法，如基本的快速傅里叶变换（fast Fourier
transform，FFT）与均方根（root mean square，RMS）
变差跟踪等[3-4]。这两类方法在时域分析问题中
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不适用，短时傅里叶变换（short-time FFT，ST-

FFT）对此进行了改进，使FFT具备了时域分析能

力[5]。更为复杂的方法包括卡尔曼滤波器、Hil⁃
bert-Huang变换与 S变换等[5-7]。在决策阶段，由

于PQE检测本质上是分类问题，因此可以使用机

器学习中常见的分类算法处理，如深度神经网络

（deep neural network，DNN）与支持向量机（sup⁃
port vector machine，SVM）等[8-9]。

本文提出一种基于离散小波变换（discrete
wavelet transform，DWT）与极限学习机（extreme
learning machine，ELM）的PQE分类技术。在特征

提取中，该方法将熵引入到小波变换的计算中，

并结合直方图表示可以更为快速地提取特征集

合。在决策阶段，建立非迭代的极限学习机模

型，在保证模型性能的同时，通过省略迭代学习

过程进一步提升效率。本文方法的优势包括：

1）在特征提取的效果上，在离散小波变换的

基础上，引入了熵和直方图特征，进一步丰富了

特征集；

2）在分类效率上，使用高效的极限学习机模

型，该模型可以直接求解而无需梯度下降等迭代

优化过程，在计算速度上具有显著优势。

1 特征选择

1.1 基于小波与熵的特征选择

小波变换的思想来源于 ST-FFT，通过对信号

进行自适应“时间-频率”窗口大小的变换，克服

了 ST-FFT仅能以固定宽度的窗口探测信号的局

限性，从而可以揭示信号的深层次细节特征[10]。
这一特点使小波变换可以基于不同的分辨率级

别对信号波形进行灵活的时-频分析，即进行多

尺度分析（multi-resolution analysis，MRA）。MRA
易于在波形中发现事件的起点和终点，因此小波

变换在 PQE检测与分类等问题中有丰富的潜在

应用场景[11-12]。
与傅里叶变换类似，小波变换可以应用到离

散信号（DWT）。DWT的形式为

DWT (a,b ) = 2-a/2 ∫y ( t )ψ (2-a t - b )dt （1）
式中：a为频率缩放系数；b为时间偏移常数；y（t）
为被处理的信号；ψ（t）为离散小波函数。

离散信号通过将信号划分为多个频段进行

多尺度分析。但实际上信号会覆盖无限宽度的

频率，因此一般只在一定频率范围内处理。本文

使 用 8 级 分 解 的 DWT，选 取 的 小 波 函 数 为

“Daubechies 4”（db4）小波[13]。图 1给出了DWT在
样本信号上进行MRA的一个例子，其中 s为原始

信号，d1~d8为 8级分辨率的检测结果。可以看

出，d1~d4已经可以清晰地检测出PQE在时域上的

范围。

图1 基于DWT的8级多尺度分析

Fig.1 8-level multi-resolution analysis based on DWT
在将信号输入分类器之前，需要对信号作规

模缩小处理。在这一步骤本文引入基于熵的方

法。在信号处理中，熵可用于表征一个非平稳信

号的无序程度，常用于信号的熵定义包括香农

熵、阈值熵、规范化熵与对数能量等[14-15]。图 2仅
以数据集中最典型的四种 PQE类型（暂降（Sag）、

暂升（Swell）、谐波（Harmonic）与中断（Interrup⁃
tion））为例，给出了样本PQE的熵的图示，图中横

轴为MRA的尺度级别，纵轴为对应的熵值。可以

看出，熵特征较好地对 PQE进行了表征，并区分

出不同类型的PQE。
对于信号 y，其香农熵的定义为

Ε ( y ) =∑
i

y 2i ⋅ log2 ( y 2i ) （2）
式中：yi为第 i个分量。

对每个PQE的DWT系数向量计算熵，即可生成 8
个特征，见图2。
1.2 直方图特征提取

直方图可用于图形化地表示一定长度范围

内事件的计数。图 3以四种样本 PQE为例，说明

直方图可以直观地体现各种PQE的分布情况，使

其特征更为显著。图中横轴为归一化的幅度。
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图2 样本PQE的8级DWT熵特征

Fig.2 8-level DWT-entropy feature of sample PQEs

图3 样本PQE的直方图

Fig.3 Histogram of sample PQEs
本文使用 Sturges规则确定直方图中的每个

区间并进行事件计数[16]。具体地，直方图特征集

由每个PQE的 14个分量构成，该值（记为C）由如

下的经验公式确定：

C = 1 + 3.322lg (k ) （3）
式中：k为每个信号的样本个数。

图4给出了四种PQE的直方图特征。

图4 样本PQE的直方图特征

Fig.4 Histogram features of sample PQEs

由图 4可以看出，直方图特征可以有效地区

分四种PQE，其中横轴表示信号的各个分量。

2 极限学习机

极限学习机（ELM）最早作为单隐层前馈神

经网络（single-hidden layer feedforward neural net⁃
work，SLFN）的一种学习范式而被提出[17]。在

ELM中，输入层的权值与偏置都是随机分配的，

只有输出值会被计算，因此，ELM的计算时间极

短。此外，与传统的前馈神经网络（feed forward
artificial neural networks，FF-ANN）相比，ELM具有

更强的泛化能力[18-19]。图 5展示了一个基本的

SLFN结构，其中xj与yj分别表示网络输入与输出。

图5 单隐层前馈神经网络

Fig.5 Single-hidden layer feedforward neural network
隐藏层包含M个结点，且激活函数为 g（x）的

SLFN可以表示为

∑
i = 1

M

βi g (wi ⋅ xj + bi ) = oj j = 1,…,N （4）
式中：w为输入层权值；b为输入层偏置；β为输出

层偏置；o为网络的预期输出。

由于 SLFN在理论上是零误差的，因此可以直接

用 y替代 o，即

∑
i = 1

M

βi g (wi ⋅ xj + bi ) = yj j = 1,…,N （5）
这表明存在合适的权值与偏置使 SLFN的实际输

出与真实值一致，上述过程简化可得：

g (wi ⋅ xj + bi ) = Hij （6）
γ = H ⋅ β （7）

式中：Hij为隐藏层的输出。

求解线性方程式（7）即可得到合适的权值与

偏置，其中γ为类别标签矩阵，H为隐藏层输出构
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成的矩阵。对于一般的神经网络，需要使用反向

传播等迭代算法求解参数，但ELM仅需一次计算

而无需任何迭代过程。其解决方案如下式：

β = H ∗ ⋅ γ （8）
3 实验结果与分析

3.1 数据集

本文使用的数据集采集自 AMI设备在实际

场景下检测到的信号，除用于举例的四类PQE之

外，还包含了闪变（flicker）类样本。再加上普通

信号，数据集中一共包括 6类事件样本。经过采

样，所有原始信号样本的长度都为 10001，在特征

提取后，特征的维度相比原始数据大幅降低。因

此分类器所处理的实际上是 22维的特征集合。

图6给出了数据集中三个PQE信号的波形。

图6 样本PQE信号

Fig. 6 Sample PQE signals
3.2 实验结果

使用小波-熵以及直方图方法对数据集进

行特征提取后，基于 ELM进行 PQE分类过程。

22维的特征向量包括 8级MRA提取的特征（记

为 E1~E8）与直方图方法提取的 14维特征（记为

H1~H14）。

实验中采用 10折交叉验证评估模型性能，用

于对比实验的模型为使用 sigmoid激活函数的深

度神经网络（deep neural network，DNN），所有实

验在一台RAM为32 GB的工作站上进行。

表 1给出了两种模型在信噪比（signal-noise
rate，SNR）分别为 30 dB，20 dB，10 dB时的PQE分

类准确率。在经过充分的参数优化后，两种模型

的准确性都达到了较高的水平，但ELM依然表现

出优势。并且，由于 ELM不需要迭代优化过程，

因此在训练时间上大幅降低。值得注意的是，在

20 dB噪声时，两种模型的性能相比 10 dB噪声与

30 dB噪声的情形都出现了下降，这可能是由于

20 dB噪声恰好处在模型在数据集上保持鲁棒性

的临界点附近所致[20]。
表1 不同信噪比下的准确率比较

Tab.1 Comparison of accuracy under different SNR
SNR/dB

30

20

10

分类器

ELM
DNN
ELM
DNN
ELM
DNN

平均准确

率/%
99.82
99.07
99.71
97.85
99.88
99.13

耗时/s
训练

0.326 7
0.900 2
0.314 1
0.858 3
0.290 6
0.934 0

测试

0.023 2
0.020 9
0.002 6
0.027 4
0.002 2
0.013 8

实验同时分析了各个维度的特征对于模型

分类过程的贡献。在每个类别中随机挑选 100个
样本并按类别依此排列，即第 1类占据第 1到第

100个样本，第 2类占据第 101到第 200个样本，

等等。图 7显示了 8个维度的小波-熵特征在各

个类别上的变化，图中的EC1~EC6分别指 6个类

别，依次为普通，暂降，暂升，谐波，中断与闪变。

图7 小波-熵特征在不同类别样本上的变化

Fig.7 Variation of DWT-entropy features
on samples of different classes

从图 7中可以看出，与E6~E8相比，特征E1~E5
值接近 0，且变化不明显，仅对EC4类别有微小响

应，表 2给出的使用不同特征子集时的模型性能

验证了这一现象。可以看出，由于 E6~E8特征在

各个类别的 PQE上差异较大，波形变化明显（E7
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最为显著），因此仅仅基于E6~E8就可以使分类模

型达到较高的准确性，特征 E1~E5在结合 E6~E8
后，特征集对PQE的分辨力也显著提升。

表2 不同小波-熵特征子集下的准确率比较（SNR=30 dB）

Tab.2 Comparison of accuracy under different DWT-entropy
feature subsets（SNR = 30 dB）

特征子集

E6~E8
E1~E5
E1~E8

平均准确率/%
72.70
63.75
96.23

耗时/s
训练

0.367 1
0.309 2
0.354 4

测试

0.015 2
0.001 7
0.001 8

表 3进一步比较了小波-熵特征与直方图特

征的重要性。两类特征提取方法在准确率上都

较高，但小波变换所要求的计算量远大于直方图

方法，因此特征提取耗时约为直方图方法的 15
倍。在实际应用场景中，需要综合准确率与效率

两个方面的考虑。
表3 不同特征子集下的准确率比较（SNR = 30 dB）

Tab.3 Comparison of accuracy under different
feature subsets（SNR = 30 dB）

特征子集

E1 ~ E8
H1 ~ H14
全部特征

特征数

8
14
22

耗时/s
7.66
0.51
8.21

平均准确率/%
98.72
96.24
99.82

4 结论

本文提出了一种基于极限学习机的 PQE分

类器，结合小波-熵与直方图方法对 PQE信号进

行分类。利用其MRA特性，DWT方法适用于对

PQE信号的多分辨率时频分析。通过引入熵，可

以使降低数据维度并使信号特征更为显著。本

文进一步引入直方图方法，在提取更为丰富的信

号特征的同时，也可以大幅提升特征提取的效

率，因此可用于嵌入式系统。在真实数据集上的

实验表明，本文方法在分类准确率上达到了较高

水平。通过进一步比较两类特征的重要性，可以

指导实际应用场景下的特征选择。
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