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基于机器学习的可再生能源电力系统检修计划优化

方勇，宋涛，郭子强，王健，郭杰

（国网甘肃省电力有限公司兰州供电公司，甘肃 兰州 730000）

摘要：随着可再生能源的不断发展，可再生能源在电网的占比越来越大，为了保证考虑可再生能源接入的

电力系统的供电安全，检修工作的最佳协调变得越来越重要。目前检修计划制定工具受运行安全标准约束和

电网复杂性的影响，具有可操作性低、模拟意外事故计算量大等问题，为了减轻人工计算负担，提出利用机器

学习模型以快速可靠的方式预测应急情况的结果。该方法在兰州某地区设备中进行了测试，涵盖了 10 kV和

220 kV的电压等级。通过测试和比较朴素贝叶斯分类器、支持向量机和基于决策树的模型，可知基于决策树

的随机森林算法在识别可安全检修时间段的准确率高于 90%，始终优于其他算法。另外，通过实验表明，可再

生能源发电的预期增长将影响未来电力系统的可检修性，部分地区非安全检修时间段将增加20%。
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Optimization of Renewable Energy Power System Maintenance Plan Based on Machine Learning

FANG Yong，SONG Tao，GUO Ziqiang，WANG Jian，GUO Jie

（State Grid Gansu Electric Power Company Lanzhou Power Supply Company，Lanzhou 730000，Gansu，China）

Abstract：With the continuous development of renewable energy sources and the increasing share of

renewable energy in the grid，optimal coordination of maintenance work becomes increasingly important in order to

ensure the safety of power supply in power systems considering renewable energy access. Current tools for

maintenance planning are constrained by operational safety standards and the complexity of the grid，and have

problems such as low operability and high computational effort to simulate accidents. To reduce the burden of

manual computation，the use of machine learning models was proposed to predict the outcome of emergency

situations in a fast and reliable manner. The method was tested in a regional facility in Lanzhou，covering voltage

levels of 10 kV and 220 kV. By testing and comparing a plain Bayesian classifier，a support vector machine（SVM）

and a decision tree-based model，it was shown that the decision tree-based random forest algorithm is consistently

better than other algorithms in identifying safe serviceable time periods with an accuracy rate higher than 90%. In

addition，it was shown experimentally that the expected growth in renewable energy generation will affect the

future serviceability of the power system，with a 20% increase in non-safe serviceable time periods in some areas.
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为保证供电安全和质量、以尽可能低的成本

促进能源转型，需要对电力系统进行更加细化的

安排[1-2]。然而近年来，可再生电源在电网的占比

不断增加，其波动性与不确定性给电网安全运行

带来了挑战[3-5]，同时更复杂的发电预测、交通和

城市供暖系统等带来的用电需求增加，使得合理

进行电网日常调度工作、科学安排检修计划变得

越来越困难，可用于安全检修的合适时间段也变

得更少[6]。因此，针对大量可再生能源接入的新

型电力系统，实现可靠性与成本之间的最佳权

衡、合理安排检修计划至关重要[7-8]。
在我国目前的电力系统调度工作中，安排不

同电压等级检修计划、寻找最佳停电时间都是基

于电网专家的经验和知识进行判断，耗费大量的

时间、人力和物力。然而由于电网运行的日益复

杂化，包括天气、管理需求以及安全规范等因素

都需要被考虑，它们存在着复杂的相互依赖关

系[9]，如果依旧单纯依靠人为判定，可能对电网安
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全运行造成威胁，甚至导致大规模停电。因此需

要创新的检修计划辅助调度工具来制定可靠和

灵活的检修计划[10]。
目前的电网中大量监测设备的部署导致了

数据驱动的预测性检修的出现，通过分析电网设

备的运行状态来提前发现问题，从而及时进行检

修计划的安排，防止意外停电[11]。文献[12]中基

于深度学习辅助检修工作的安排，为调度人员提

供关于设备健康使用的相关信息；文献[13]则开

发了支持向量机模型，用以预测在极端天气下的

电网设备非正常停机；文献[14]将多种不同类型

的分类器进行组合，从而改进单一分类器对检修

计划的优化。在文献[15]中，基于决策树的模型

具有良好的可操作性和准确性，为预测基于设备

状态的持续监测故障提供了可能性。

然而，尽管这些基于机器学习的决策工具对

于预测设备的非正常故障十分有效，但却无法预

测停电部分对整个电网的危害。当配网设备或

线路需要检修时，可能使得输电线路过载、无法

完全适配电网中的停电调度。此时需要提供转

供电计划或者将负荷卸去以实现潮流平衡。鉴

于此，可以将机器学习工具作为补充来完善当前

的预测性检修策略，该工具能够识别电力系统中

检修停电对整个电网带来的影响，确定在不危及

电力系统安全的情况下进行检修的时间段。针

对类似问题，学术界已进行了一定研究。文献

[16]中构建了一种用于预测电网设备检修期间的

电力系统运行状况的机器学习工具；文献[17]中
介绍了一种计及多类型能源微电网预测检修的

优化公式，实现了检修与电网运行的最优控制。

但上述模型都不是在满足N-1安全校核（即当任

意一条线路断开后不会引起系统其它线路出现

过负荷或系统解列）运行的标准下进行的。

因此，本文开发了一种综合考虑计划内与计

划外检修计划的机器学习结果预测方法，涵盖兰

州某地区各电压等级，总共模拟约 7 000种计划

检修停电与计划外突发状况的组合，以准确描述

一年中某时刻的系统可靠性。结果表明，随机森

林算法能够实现高准确性地识别安全检修时间，

有效辅助检修计划决策，大大减少电网检修工作

的成本，提高工作效率。

1 基于应急情况的机器学习模型

安排检修工作时，电网调度负责人会考虑计

划外可能导致电网安全事故的突发情况，预测性

地调整电网拓扑结构，使得电力系统符合N-2安
全校核的运行标准，从而确保电网运行状态处于

安全限制范围之内。这类工作通常是精确到检

修计划具体小时，通过执行应急预案来分析评估

每个小时步长的所有可能停电事故。

由于应急研究耗时且繁琐，为了简化应急分

析，突出研究重点，本文开发了一种监督学习模

型，利用现有数据来学习|D|中的预测因子 xorigt （即

t时刻的负荷、发电量和天气条件等）与设备 c的
检修可行性 yc,t之间的关系。然后，经过多次训练

后的模型可用于可靠判断任一新的系统状态能

否可以安全地执行检修任务。

图 1总结了机器学习模型的全局程序思路。

本文中考虑的设备包括输电线路和变压器，首先

构建数据库，将可用的输入特性 xorigt ∈ R ||D 与所有

时刻 t ∈ T 的所有设备 c ∈ C 检修可行性 yc,t =
{ }0,1 一一对应。由于每个电网设备 c受到不同参

数的影响，因此在数据库构建后，对输入特性进

行选择，使得 |Dc|中保留最相关的预测因素

xc ⊂ xorig。最后，基于所选择的输入特性，为每个

设备 c训练一个专门的机器学习模型 fθc。

图1 机器学习模型的全局程序思路

Fig.1 Global program ideas for machine learning agents
为确保该方法适用于电网，模型还需要遵守

3个重要的限制条件：1）需要保证其易于使用：模

型需要在没有复杂的数据预处理的情况下进行

训练。2）模型需要具备较强的鲁棒性：能够对参

数变化做出响应，无需依靠专家知识与经验。3）
所得结果呈现形式简单：能够识别重要的输出特

征。本文基于上述 3个限制条件，采用不同类型

的机器学习模型与基于决策树的随机森林模型
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进行比较。

1.1 数据库建立

图 2为构建用于训练机器学习模型的数据库

流程图。数据库 xorig ∈ R ||D × || T 由 t ∈ T的每个小时

时间段所测得的变量 d ∈ D组成。其中|D|包括全

局数据与局部数据。

图2 创建用于训练机器学习模型的数据库

Fig.2 Creation of the database used for training
the machine learning models

在数据库中可获得地区的总负荷量、依靠不

同技术的综合发电量以及天气信息。总负荷量

包括从非高峰期到高峰期的总负荷量变化；综合

发电量组合为核电、天然气、海上和陆上风电、光

伏、沼气、煤炭以及其他；而天气信息则是由地区

的温度、云量和风速构成。程序中，本地变量是指

传输系统不同节点的发电量和耗电量测量，节点

包括大型工业用电、发电厂与本地配电网接口。

对于兰州某地区而言，输电网上有 1 000多个节

点，显著增加了计算的维度。通常，对于历史实

现的数据集{ }xorigt t ∈ T可用于训练机器学习模型，然

而这些输入场景数据集也可以通过市场模拟生

成，建立范围广泛且历史数据库中不存在的原始

电网条件。根据模拟预期的市场条件，可构建推

广至未来的模型，实现对未来市场的预测。本文

中的模拟场景与获取的历史信息中不存在缺失

数据，因此对于原始数据无需进行数据整合。

作为对数据库的补充，算法还列出了所有需

要检修的不同电网设备。对于每个设备 c ∈ C的

目标是计算检修数据库每个时刻 t ∈ T的可行性，

同时满足执行“N-2”安全校核标准的应急分析，

模拟所有与计划检修同时发生的非计划停电。

换言之，当可检修设备 c满足以下 4个条件时，则

设备可检修：

1）过载判据：剩余电网中的任何设备都不能

发生过载现象。因为这可能会导致电网中发生

电压崩溃或者负荷损失的连带效应和负面影响。

2）电压准则：电网的每个节点应保持在规定

的电能质量标准内（即额定值的90%~105%）。

3）负荷风险准则：在突发事件发生后，电网

用户可能损失的总功率保持在规定阈值以下。

4）能量风险准则：向电网用户供应的总能量

不得超出规定阈值。

当不符合上述标准的情况发生时，设备则不

能进行检修，即 yc,t = 0。同时，对于上述多标准

方法还嵌套可靠性与经济性的指标来定义检修

的可行性[18]。
1.2 相关输入变量的选择

由于数据集包含有许多不同变量，并且每个

电网设备都会受到一组不同变量的影响，所以对

于每个单独的设备应对其进行特定的变量选择，

从而减少输入数据的维度以及初始数据的损失。

通过这种特定性选择，能够降低模型的复杂性，

减少训练时间，有效避免过拟合的风险。

为此可采用不同的方法对相关输入变量进

行选择。主成分分析（principal component analy⁃
sis，PCA）和 线 性 判 别 分 析（linear discriminant
analysis，LDA）的主要思想是将高维数的输入数

据线性映射到一个新的低维数空间，此空间包含

有设备的所有相关信息；核主成分分析（kernel
PCA，KPCA）则可实现数据的非线性降维，用于处

理线性不可分的数据集；自动编码器给出专门用

于学习数据的缩小空间表示的神经网络，提供了

另一种有效的非线性框架。然而，上述方法的数

据更新和简化都没有真实的物理意义，既无法解

释说明也不能与原始数据进行相关的特征比较，

方法得到的数据与所选择的待评估设备的实际

特征没有直接的相关性。鉴于此，本文采用决策

树的方式解决上述变量选择的困难，它能够对来

自原始数据集的重要变量进行识别，收集有价值

的属性而不需要任何特征缩放，并且其本身能够

生成多变量的非线性依赖，不需要依赖于特定的

外部假设。决策树算法能够有效地选择设备 c的
最相关子集Dc，同时在后续分析可知同样也可将

决策树用于分类以预测维修的可行性。

决策树是一种监督学习方法，能够将整个|D|
维特征空间划分成更小的子空间。以图 3所示的

带有两个变量的决策树为例，决策树是通过分层

的多阶段过程来训练的。在每个阶段中，创建新

的机会节点m，采用算法选择来提供数据之间最

佳分离的变量，实现不同类别的最佳区分。基于

阈值M将变量分为两个子空间后分别记为ml和
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mr。程序一直执行到进一步划分的输入空间不

再给分类精度带来价值为止，最后节点显示为最

终分类结果。根节点和节点 2为机会节点，节点

3、节点4和节点5为端节点。

图3 带有两个变量的决策树示例

Fig.3 Illustrative example of decision tree with two variables
在每个阶段中，由要划分的最佳特征m及其

相应的阈值M组成的最佳模型参数是基于不纯

度函数构建的，本文中采用基尼不纯度如下所示：

Gini (m ) = 2pm (1 - pm) （1）
式中：pm为设备检修可能被归类在节点m的概率。

从式（1）可知，基尼指数在 0~0.5之间变化。

当节点m与关联该节点的所有样本都属于一个

类别时，基尼指数为 0；而当节点的所有样本处于

可检修与不可检修两个等级之间平均分配时，基

尼指数等于0.5。
一旦对应于设备 c的决策树完成训练，就可

根据不同变量在树中的位置来确定Dc的最重要

变量。通过这种方式，变量的重要性被计算为节

点不纯度的减少乘以到达该节点的概率。由于

单个变量可以在树的不同节点上使用，因此它的

整体重要性是其单个贡献的总和。然而，这种重

要性变量排名并没有提供关于临界值的信息，在

该临界值下，变量对于分类没有真正的作用。为

了以通用的方式识别适用于每个设备的临界值，

将一个随机变量添加到预测因子 xorig中，并在大

小为R( ||D + 1 ) × || T 的扩充数据集上训练树。由于随

机变量对于设备可检修性没有影响，因此可以从

数据集中删除所有得分较低的变量。最后为了

确保结果的稳定性，重复 10次操作并对每个变量

的得分进行平均。

1.3 分类模型

在对相关变量选择完成后，需要开发一个快

速可靠的工具以实现在规定电网条件下预测设

备的可维护性，该问题是一个具有二进制结果的

分类任务，即当设备可安全检修时 yc,t = 1；当检

修设备会导致剩余系统出现故障时 yc,t = 0。工

具目标是优化设备模型 fθc 的参数 θc，根据给定的

输入 xc,t准确预测输出 yc,t：
θ∗c = arg minθc ∑t ∈ T{ L [ fθc ( xc,t),yc,t ] } （2）

式中：L为在学习阶段用于减少预测 ŷc,t与实际 yc,t
输出之间的分类误差的损失函数。

训练结束后，得到模型的最优参数 θ∗c 可用于

预测当设备检修条件下的应急分析结果 ŷc,t。针对

不同的机器学习模型，测试具体过程如图4所示。

图 4 机器学习模型的全局程序思路

Fig.4 Global program ideas for machine learning agents
1.3.1 决策树

如前所述，决策树的训练阶段采用的是贪婪

搜索，其中节点m处的最优模型参数 θ∗c,m是特征m
的最优分割。在模型训练的过程中，要通过控制

树的深度等方式来避免过拟合问题，从而确保对

未处理数据的最佳优化。训练后，将决策树算法

与朴素贝叶斯分类器和支持向量机（support vec⁃
tor machine，SVM）所得结果进行比较。

1.3.2 朴素贝叶斯分类器

朴素贝叶斯分类器依赖于 |Dc|的输入 xc,t =
( x1,t,…,x |Dc |,t)完全独立，对于预测结果 yc,t = { 0,1 }
的贡献完全相等。因此贝叶斯定理可以表示为[19]

P ( yc,t∣x1,t,…,x |Dc |,t) =
P ( yc,t)∏

i = 1

|Dc |
P ( xi,t∣yc,t)

P ( x1,t,…,x |Dc |,t) （3）
由于P ( yc,t∣x1,t,…,x |Dc |,t)对于给定的数据库是常数，

可以使用以下分类规则：

ŷc,t = arg maxyc,t P ( yc,t)∏i = 1
|Dc |
P ( xi,t∣yc,t) （4）

其中，P ( yc,t)和P ( xi,t|yc,t)易使用最大后验估计进行

计算，此方法下 P ( yc,t = 0 )是训练集中 yc,t = 0∀t
的相对频率，因此 ( yc,t = 0 ) + P ( yc,t = 0 ) = 1。
1.3.3 支持向量机

支持向量机旨在|Dc|维空间中找到一个|Dc|-1
维超平面，该超平面对数据点 yc,t = 0和 yc,t = 1进
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行明确分类。在所有可能的超平面中，目标是找

到一个导致两类点之间的距离最大的超平面，使

得后续结果能够更加准确地分类，优化模型如下：

ì

í

î

ï
ï
ïï

ï
ï
ïï

maxα =∑
t = 1

|| T

αt - 12∑t = 1
|| T ∑
u = 1

|| T

αtαu yc,t yc,uK (xc,t,xc,u)
s.t. 0 < αt < C
∑
t = 1

|| T

αt yc,t = 0
（5）

式中：C为用于惩罚训练误差的常数；K为用于将

输入特征映射到高维空间中的核函数，能够有效

地处理复杂分类问题。

支持向量机中，线性核函数K (xc,t,xc,u) = xTc,txc,u
产生了良好的效果。通过求解式（5），可获得正

则化参数 α，该参数在两类样本之间提供了更宽

的裕度。

1.3.4 初步选型

通过对 3种模型进行测试，预测兰州某地

110 kV线路在不同条件下检修的可行性。本文

获取了线路一整年的工作数据，并将其细分为训

练集和测试集，训练集由70%数据组成，测试集则

由剩下 30%组成。将成功率定义为测试集 2 621
个点上准确分类为可检修和不可检修样本的数

量，因此不同模型的准确性可采用成功率 r来进

行对比。3种模型在训练之前的不同之处在于，

决策树和朴素贝叶斯分类器不需要进行数据预

处理，而 SVM则需要在训练模型之前通过下式所

示的Min-Max技术将数据归一化在[0，1]之间。

xorigd,t = xorigd,t - min (xorigd )
max (xorigd ) - min (xorigd ) ∀d ∈ D （6）

式中：xorigd 为与变量d ∈ D相关联的值的向量。

为了不同分类器之间对比的公平，通过最大

范围的搜索找到每种模型超参数的最佳组合，从

而最大限度地提高泛化能力和分类精度[20]。每种

技术训练了具有不同超参数值的模型，并将模型

根据交叉验证程序实现的准确性来选择最佳模

型。结果总结如表1所示。
表1 不同分类器的结果矩阵

Tab.1 The resulting matrix of the different classifiers

y1
y0
r

朴素贝叶斯分类器

ŷ0
112
92
95.6%

ŷ1
2 114
3

支持向量机

ŷ0
18
35
96.4%

ŷ1
2 508
60

决策树

ŷ0
16
70
98.4%

ŷ1
2 510
25

从表 1可知，决策树在成功率方面优于其他

两种分类器，得分高达 98.4%。决策树预测检修

在 16 h内无法执行，在这 16 h内，系统本可以安

全完成并将安全检修时间延长至 25 h，而之所以

会出现无法检修的情况，是因为若进行 25 h检
修，则实际上传动系统会出现可靠性问题，从而

导致事故发生。SVM模型偏向于预测安全检修。

朴素贝叶斯分类器的整体效率偏低，但其提供了

更为安全的建议，只出现了3个假性可检修情况。

通过上述结果可知，由于决策树的高准确性

以及对检修工作人员的有用属性，选择其作为分

类工具是正确进行研究的关键。它能被直观地

理解并且可以通过任何类型的输入特征来提供，

而不需要将数据进行规范化，省去了数据库进行

预处理的过程。

1.3.5 分类模型改进

为了进一步提高基本决策树算法的性能而

不改变其易用性和可解释性，对分类模型进行了

不同的改进。其思想是结合多个决策树以减少

结果模型的可变性。这种基于决策树的模型具

有很高的预测精度，即使在具有高度相关特征的

高维问题中也具有良好的效果。Bagging算法和

Boosting算法作为两种改进算法可较好地适应检

修工作的分类。Bagging算法以随机森林为代表，

通过创建单步NRF独立决策树，每一棵树建立在

特征的随机子集上且每棵树的每次分割都是基

于剩余数据集的随机子样本构建的，之后采用平

均 NRF独立决策树的结果来进行预测。Boosting
算法则以梯度增强决策树和极端梯度增强决策

树为代表，通过依次创建新的模型来预测前一阶

段获得的全局模型的残差。

2 案例分析

本文将所提出算法用于兰州某地区获得的

实际数据库中，3种分类工具使用R语言编程实

现并在Python中搭建潮流网络实现应急分析，进行

不同电网设备停电下电力系统状态的潮流计算。

2.1 评估指标

对于电力系统来说，错误预测安全停电的情

况应尽可能减少，因此可根据电网的错误分类成

本来控制系统是否真正可进行检修。具体实现

则是通过调整阈值 ρ来判断检修可行性。通常，

对于二进制的分类任务，该阈值固定为 ρ = 0.5，
表示当分类器产生的概率高于 50%，没有意外情

况导致不可靠或者经济损失的情况发生，则认为
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设备可检修。然而当设置 ρ>0.5时可降低假阳性

（错误的可检修）的发生率。为了指导决策阈值 ρ

的最佳选择，采用接受者操作特性曲线（receiver-
operating characteristic，ROC）进行分析。

ROC曲线显示不同阈值 ρ的真阳性（真正的

可检修）率和假阳性率的关系。一个完美的分类

器存在一个包含点（0，1）的ROC曲线，对应于没

有误报和 100%的真阳性。本文中的最佳决策阈

值 ρ∗被定义为导致ROC曲线和最佳点（0，1）之间

的最小欧几里得距离的阈值。同时，ROC曲线下

的面积也可用于比较不同分类模型的准确性，当

分类器的一条线性ROC曲线穿过模型无法区分类

别的点（0.5，0.5）时，此时ROC下的面积对应值为

0.5。而当曲线穿过的是最佳点（0，1）时，面积对

应值为1。面积对应值越大，则模型准确性越高。

2.2 基于决策树的模型性能

为评估基于决策树的模型在预测应急分析

结果方面的性能，判断能否在不危及电网运行安

全的情况下对某一设备进行检修，将兰州某地区

电网一年的运行数据分为 70%的训练集和 30%
的测试集，并针对两种特性设备进行分析。

2.2.1 设备1
首先，选取兰州某地区的一条主要高压输电

线路作为设备 1，通过在整个数据库上训练决策

树来选择最相关的解释变量，预测不同条件下检

修的可行性。由于输入数据变量具有高维性，因

此训练后的模型无法以图形方式表示，但通过

1.2节的方法可见从训练模型中量化变量的重要

性，结果如图5所示。

图5 影响设备1检修可行性的重要变量排序

Fig.5 Ranking of important variables affecting the
feasibility of equipment 1 overhaul

从图 5可知设备 1的可检修性受到兰州某地

区总负荷、风能以及光伏发电总量的强烈影响。

这是由于设备 1选取的是输电系统的主干架空

线，它主要受分布式电源功率交换的影响是与实

际情况是一致的。从结果可知，由于无法在长期

内可靠地预测重要的影响变量，因此定义所研究

线路的检修计划并不能简单地实现。

通过量化设备 1在训练和测试数据上的性能

来分析决策树的准确性，采用ROC曲线分析结果

如图6所示。

图6 决策树的性能

Fig.6 Performance of decision tree
根据已有文献研究表明，决策树具有较高的

方差，容易导致过度拟合，使得训练和测试数据

之间的准确性明显下降。如图 6所示，当新获取

的数据被送入训练模型时，面积对应值从训练中

的 0.88下降到 0.8。因此，本文将决策树仅用于

识别训练期间最重要的变量并量化变量的重要

性，而实际预测是使用基于决策树的高级模型执

行的。

基于所选变量，可以训练随机森林，将决策

树的数量作为一个重要的超参数，采用平均值来

减少模型的方差。当树的数量增加时，生成的模

型需要更多的时间来训练，因此需要找到准确性

与模拟时间之间的最佳权衡。在图 7中，通过向

随机森林中的每棵树提供学习过程中未使用的

样本并采用平均分类误差来描述随机森林的袋

外误差。

图7 袋外误差作为随机森林中树木数量的函数

Fig.7 Out-of-bag error as a function of the
number of trees in the random forest

从图 7中可以看出，最佳权衡方案是在随机

森林中使用大约 100棵决策树。当数量大于 100
棵时，模型的性能增益微乎其微，但模拟时间却

大大增加。图中假阳性和假阴性的数量与决策
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阈值的默认值 ρ= 0.5相关。

为了实现最大化性能，同时限制过拟合，优

化随机森林模型的其他超参数也同样重要。本

文采用 75%的特征空间训练单独的树以形成随

机森林，并且通过至少 5个样本来分割 1个内部

节点，但是并不对每棵树的深度进行限制，即输

入空间中允许分割的最大数量是可以任意确定

的。对于梯度增强决策树来说，为达到精度和计

算时间之间的良好平衡，将 Boosting阶段的数量

固定为 100。同时，另一个需要优化的超参数是

学习率，它是对每棵树的贡献进行加权，从而不

断更新模型，本文固定学习率为 0.1。当超参数

固定后，随机森林与梯度增强决策树模型同时训

练，并在测试集上进行评估，结果如图8所示。

图 8 不同模型训练的ROC曲线

Fig.8 ROC curves trained by different models
从图 8中可以看到，两个基于决策树的模型

都表现出较高的准确性且最佳决策阈值都比传

统算法更加保守，其中随机森林略优于梯度增强

决策树。两种模型的ROC曲线都非常接近代表

完美分类器的理论最佳点（0，1），而由于随机森

林对超参数的变化具有更好的鲁棒性且计算时

间比梯度增强决策树快了 2倍，因此后续研究仅

采用随机森林算法。

最后，为了量化变量选择程序，将图 5所示的

解决方案与其他两个基准进行比较。第一种情

况下只选择两个最重要的变量，而第二种情况考

虑所有的输入变量。将通过不同方法选择的变

量分别送入随机森林分类工具，得到最终结果。

具有两个变量的模型面积对应值为 0.87，相对于

使用最佳变量数的模型面积对应值损失了 0.06，
即准确性下降。而具有所有变量的随机森林模

型面积对应值达到了 0.94，虽然准确性很高，但

处理高维输入空间会使得训练过程显著复杂化。

2.2.2 设备2
将随机森林法用于电网不同区域的电力变

压器，专用决策树用于确定最重要的输入特征，

如图9所示。

图9 影响设备2检修可行性的重要变量排序

Fig.9 Ranking of important variables affecting
the feasibility of equipment 2 overhaul

该设备的可重点性主要受负载消耗的影响。

光伏、水电以及生物质能的影响有限。利用所选

变量训练随机森林得到的设备2的ROC曲线如图

10所示。

图 10 设备2的随机森林ROC曲线

Fig.10 ROC curve of the random forest for the equipment 2
从图 10可知，随机森林模型的准确性非常

高，面积对应值达到了 0.91。最佳决策阈值是针

对 ρ = 0.9的保守值获得的，然而，这个阈值仍会

导致大约 10%的误判。可通过ROC曲线来选择

更加保守的截止 ρ，但同时需要注意系统中仍应

该存在能够保留检修工作的中断窗口。针对不同

设备的大量测试，随机森林算法取得了类似的结

果，因此这些模型可以继承至规划工具中，同时在

得到所有结果后，可快速预测全局的可检修性。

2.3 模型开发

本文开发的机器学习模型可服务于两个主

要目的。首先，从电网运行的角度来看，该模型

可用于直接向检修计划工具告知电网设备可安

全停运的时间段，避免在决策过程中模拟所有的

意外停机事件。电网调度部门可根据获得的新

信息动态调整停电时间表。其次，鉴于电网输电

线路和变压器等设备众多，了解所有设备是否可

检修能够帮助电网制定合理的检修计划。

为了对系统的可检修性进行全局量化，开发

了两个互补的指标。第一个得出了安全时间段

62



方勇，等：基于机器学习的可再生能源电力系统检修计划优化 电气传动 2024年 第54卷 第11期

的普遍性。在此期间，计划停运有望最大限度地

减少可靠性和经济因素。第二个则描述了准确

预测合适的停运时间段的复杂性。这些指标是

根据兰州某地区三个不同区域计算的，用以评估

区域运行状态。

2.3.1 临界性和不可预测性指标

首先，通过定义临界分数来描述为安排安全

停机找到足够时间的难度。该指标定义为一年

内设备的检修工作在总工作日中被定义为至少

1 h不安全的工作日数。当该指标为 0代表没有

合适的时间安排检修，为 1则代表设备可安全停

运而不影响电网安全，数值在0到1之间变化。

由于确定设备能否安全停机可能受到复杂

的预测变量显著影响，因此需要根据预测变量的

重要性定义一个评分来量化检修工作的不可预

测性，从而作为临界分数的补充。具体计算是将

不可预测变量的总贡献除以所有输入变量的贡

献，0分表示设备是否可检修仅取决于容易预测

的变量，1分表示设备的运行状态受到更复杂的

预测变量的影响。

2.3.2 特定区域的全局可检修性

选取兰州某地区三个不同区域进行指标计

算，所有设备的得分如图 11所示。不同的符号表

示位于不同区域的设备。为了便于解释，将图分

为简单、挑战以及困难三个部分。

从图 11中可知，大部分的设备位于图的左下

角，表示三个区域的大部分设备具有良好的可检

修性，同时可观察到设备主要受可预测变量的影

响。另外，由于全年可用的安全时段较多，因此

大部分检修工作能在不危及电网安全的情况下

进行，表明兰州电力系统具有良好的稳定性以及

抗突发事件的能力。

对于远离最佳点（0，0）的设备，具有较高的

不可预测性和临界性指标值，需对此类设备进行

关注。本文通过调查未来几年区域可检修性的

演变来解决此类问题。具体是预测未来气候年

的代表性情况（如有大量风或者温度较高的年

份）、未来负荷行为以及发电组合，然后将这些场

景作为训练基于决策树的模型的输入，从而预测

所研究年份的每个小时的每个设备的可使用性。

程序针对 2024年、2025年和 2030年的三个区域

电网设备进行实现。结果如图 12所示，对于此训

练，随机森林能够在15 min内完成。

图 12 基于预测输入情景的区域可检修性演变

Fig.12 Evolution of regional maintainability based
on predicted input scenarios

图 12中预测的 3个研究区域的可检修性将

遵循不同的趋势。从图 11中观察可知区域 3有
许多设备受到可再生能源发电的影响，结合图 12
分析，此类设备将随着能源的预计增加而增加检

修的难度。而区域 1和区域 2设备的未来可检修

图11 三个不同区域内所有设备的临界性与不可预测性得分

Fig.11 Criticality and unpredictability scores for all devices
in three different areas

63



方勇，等：基于机器学习的可再生能源电力系统检修计划优化电气传动 2024年 第54卷 第11期

性可保持稳定，仅在 2030年略有下降。因此，可

将75%的区域2设备安排在2030年。

3 结论

本文提出了一种改进现代电力系统安全约

束的辅助检修计划新方法，该方法适用于兰州某

地区电网的不同设备。通过测试不同的机器学

习技术预测特定电网条件下检修的可行性，为电

网检修规划提供有效帮助。

首先，在输入变量选择过程中，为了避免过

拟合的风险，在确定最重要的输入变量的同时，

增加了输入选择过程进行优化。

其次，对比了三种模型预测情况，其中随机

森林的预测精度最高，成功率在 90%以上，当进

一步减少输入空间则会使得预测精度下降。

最后，对未来兰州某地区 3个区域进行模拟

预测，表明可再生能源发电的普及可能对系统的

可检修性产生影响，甚至会造成安全检修时间段减

少20%的情况。

本研究开发的随机森林模型将机器学习与电

力系统检修工作结合，辅助检修计划工具能够较

好地提高电网检修效率，降低成本。
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