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基于SMOTE-SSA-CNN的开关柜故障诊断方法

张玮

（国网甘南供电公司，甘肃 甘南藏族自治州 747000）

摘要：开关柜多源监测数据包含丰富的设备运行状态信息，对其进行分析可实现开关柜故障诊断。提出

一种基于 SMOTE-SSA-CNN的开关柜故障诊断方法。首先，以开关柜电压、电流和温湿度等监测数据为基础，

采用合成少数类样本过采样技术（SMOTE）算法对原始数据集进行样本扩充，解决原始数据集中正负样本严重

失衡的问题；然后引入麻雀搜索算法（SSA）对卷积神经网络（CNN）的卷积核大小与数量、全连接层神经元数

量、学习率等超参数进行优化，提高模型故障诊断结果的准确率；最后，通过算例分析对建立的 SMOTE-SSA-
CNN模型性能进行评估，验证了所提方法对开关柜故障诊断的有效性，且与传统故障诊断方法相比，所提方法

的收敛性较好，精度较高。
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Fault Diagnosis Method for Switchgear Based on SMOTE-SSA-CNN

ZHANG Wei

（State Grid Gannan Power Supply Company，Gannan Tibetan Autonomous Prefecture 747000，Gansu，China）

Abstract：The multi-source monitoring data of switchgear contains rich equipment operating status

information，and analyzing it can achieve switchgear fault diagnosis. A fault diagnosis method for switchgear based

on SMOTE-SSA-CNN was proposed. Firstly，based on monitoring data such as switchgear voltage，current，and

temperature and humidity，the synthetic minority over-sampling technique（SMOTE）algorithm was used to expand

the original dataset，solving the problem of severe imbalance between positive and negative samples in the original

dataset. Then，the sparrow search algorithm（SSA） was introduced to optimize the hyperparameters of

convolutional neural networks（CNN），such as the size and number of convolutional kernels，the number of fully

connected layer neurons，and the learning rate，in order to improve the accuracy of the model's fault diagnosis

results. Finally，the performance of the established SMOTE-SSA-CNN model was evaluated through example

analysis，verifying the effectiveness of the proposed method for switchgear fault diagnosis. Compared with

traditional fault diagnosis methods，the proposed method has better convergence and higher accuracy.

Key words：switchgear；multi source monitoring data；synthetic minority over-sampling technique（SMOTE）

algorithm；sparrow search algorithm（SSA）；convolutional neural network（CNN）

高压开关柜作为电网的核心设备之一，其健

康状况对电力系统的安全稳定运行至关重要[1-3]。
但是开关柜的机械结构和运行环境复杂，在长期

运行过程中存在表面积污、受潮、绝缘老化等问

题，容易引发局部放电、温升、机械等故障[4]。因

此，有必要建立高效的开关柜故障诊断模型，及

时准确地掌握开关柜的运行状态，进而为设备运

维检修计划的制定提供参考。

随着人工智能的发展，BP（back propagation）

神经网络、支持向量机（support vector machine，
SVM）、卷积神经网络（convolutional neural net⁃
work，CNN）等机器学习方法在近年被广泛应用于

开关柜故障诊断中。文献[5-6]建立了基于BP神
经网络的故障诊断模型，将开关柜超声波信号作

为输入，实现了开关柜局部放电故障的识别和定

位。文献[7]采用降半梯形云模型提取开关柜电

压、电流、温湿度等监测数据的特征，并借助模糊

支持向量机实现了开关柜不同故障的诊断。文
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献[8]利用多波段光学传感器得到开关柜沿面放

电的光谱比率，结合模糊聚类算法和支持向量

机，实现对开关柜放电程度的判别；文献[9-10]构
建了基于卷积神经网络的分类模型，将开关柜超

声波和地电波数据的时频谱图作为输入特征值，

实现了开关柜局部放电故障的识别。现有研究

结果表明基于开关柜的多源监测数据和机器学

习算法，可实现开关柜不同故障的识别。然而实

际运行的开关柜故障是小概率事件，导致原始数

据集的正负样本比例严重失衡，同时现有方法通

过人工经验设置分类模型的超参数，严重影响了

机器学习分类模型的准确性和可靠性。

基于此，本文以开关柜多源监测数据为基

础，提出了一种基于 SMOTE-SSA-CNN的开关柜

故障诊断方法。首先利用合成少数类样本过采

样算法对多源监测数据集中的少数类故障样本

进行扩充，降低原始数据集的不平衡度；然后基

于均衡数据集，构建卷积神经网络分类模型，并

通过麻雀搜索算法对卷积神经网络的卷积核大

小与数量、全连接层神经元数量、学习率进行优

化，避免卷积神经网络模型超参数设置的主观

性；最后通过算例验证了所提方法的有效性。

1 基于SMOTE算法均衡数据集

数量充足且正负样本分布均衡的样本集是

确保深度学习分类模型准确率和泛化能力的基

本前提。然而在实际运行过程中，开关柜故障为

小概率事件，加上完善的保护措施，导致监测数

据集中故障样本匮乏且正负样本比例失衡。采

用基于深度学习算法的分类模型对正负样本失

衡的数据集进行分析时，故障识别结果偏向于多

数类，而少数类的识别准确率偏低[11-12]。
合成少数类样本过采样技术（synthetic mi⁃

nority over-sampling technique，SMOTE）算法是一

种随机过采样的改进方法，该方法基于非均衡数

据集中少数类样本，通过线性随机插值的方式得

到新样本[13-14]，实现原始数据集的均衡化处理，进

而提高深度学习分类模型的精度和泛化能力。

图 1为少数类样本扩充基本原理图。具体步骤

如下：

1）初始化开关柜原始数据中少数类样本集

Smin,,n = { x1,x2,…,xn}。
2）采用K近邻算法得到开关柜少数类样本 xn

的K个近邻样本Y = { y1,y2,…,yK}。

3）随机选取 K个近邻样本 Y的m (m < K )个
样本 yi(i = 1,2,…,m )。

4）采用随机线性插值的方式对样本 xn和 yi
进行处理，得到具有相邻样本特征的新样本，实

现原始数据集的均衡化。基于随机线性插值的

样本合成公式为

zi = xn + ( xn - yi) ⋅ rand(0,1) （1）
式中：zi 为新生成的少数类样本；rand(0,1)为在

(0,1)范围内的一个随机数。

图1 SMOTE算法扩充少数类样本

Fig.1 SMOTE algorithm expands minority class samples
2 基于均衡样本的 SSA-CNN开关

柜故障诊断模型

2.1 开关柜特征参量

根据《电网设备状态检测技术应用典型案

例》[15]及相关资料，开关柜的机械性能和电气性能

主要由母线、电缆和断路器的性能决定，因此，将

开关柜分为母线、电缆和断路器 3部分。当开关

柜在运行期间出现表面积污、受潮、绝缘老化等

问题时，易发生局部放电故障，从而导致开关柜

内部电气参数产生变化；长期过负荷和接触不良

会使开关柜发热，进而可能引发温升故障；随着

投运年限和开断次数的增加，断路器的机械性能

也会逐渐下降。因此，为了能够对开关柜局部放

电、温升、机械等故障进行全面诊断，本文选取母

线室、电缆室、断路器室 3部分的 12种状态量作

为多源监测数据，具体如表1所示。

2.2 卷积神经网络

开关柜多源监测数据具有模糊性较强、特征

间差异较小等特点，采用BP神经网络、支持向量

机等传统分类模型对开关柜故障进行识别时，易

出现网络运算效率低、参数调优复杂以及运算结

果不收敛等问题。为了深入分析开关柜多源监

测数据和故障类型之间的关联性，采用具有强大
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特征表征能力的卷积神经网络分类模型代替传

统分类模型，充分挖掘不同故障类型下特征之间

的差异性，高效快速地建立开关柜多源数据与故

障类型之间的映射关系，以提升开关柜故障诊断

的准确性和可靠性。

CNN是一种典型前馈型深度学习网络，其结

构一般由输入层、输出层以及多个卷积层、池化

层和全连接层组成，可实现局部特征提取、区域

共享权值以及数据池化[16-17]。相较于浅层神经网

络，多隐含层结构的CNN模型能够自适应地挖掘

数据深层特征，具有运算速率快、避免训练陷入

局部极值等优点。CNN的基本结构如图2所示。

图2 卷积神经网络结构

Fig.2 Convolutional neural network structure
一维CNN用于处理一维数组，卷积核沿一个

方向滑动，符合开关柜多源监测数据的输入特

征。一维CNN的总体数学模型表达式为

xoutput = fSoftmax { f fc { fpooling [ fconv ( x input) ] } } （2）
式中：x input为输入特征集；xoutput为输出的分类结

果；fconv ( ⋅ )为卷积层计算，包括卷积运算与非线性

激活；fpooling ( ⋅ )为池化层计算；f fc ( ⋅ )为全连接层计

算；fSoftmax ( ⋅ )为通过函数计算得到的输出结果。

由于CNN模型的卷积核大小与数量、全连接

层神经元数量、学习率等超参数通常根据人工经

验设定，导致模型的输出结果准确性较差。针对

人工经验选取 CNN超参数难以构建最优网络问

题，本文通过麻雀搜索算法（sparrow search algo⁃
rithm，SSA）优化CNN模型超参数，进而提升模型

的准确性和可靠性。

2.3 基于SSA的CNN模型超参数优化

麻雀搜索算法通过分析麻雀的觅食行为，构

建出具有预警机制的发现者-跟随者的智能优化

模型。与遗传算法（genetic algorithm，GA）、粒子

群优化（particle swarm optimization，PSO）算法等

智能优化方法相比较，麻雀搜索算法具有收敛速

度快、全局搜索能力强等优点[18-19]。SSA的基本

原理如下：

假设存在n只麻雀构成的种群X：

X =
é
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（3）

式中：d为问题维度。

则麻雀种群 X中所有麻雀的适应度可表示为

Fx =
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f ( [ x11 x21 … xd1 ])
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⋮ ⋮ ⋱ ⋮
f ( [ x1n x2n … xdn ])

（4）

式中：f ( [ xdk ])为麻雀个体适应度。

依据麻雀觅食行为，麻雀种类可分为 3类：发

现者、跟随者、警戒者。发现者是麻雀种群中适

应度较小的麻雀个体，其主要作用是给麻雀种群

寻觅食物，并且将觅食方向提供给跟随者。也就

是说，麻雀种群中发现者的觅食范围要大于跟随

者。麻雀种群中发现者的位置更新公式为

X t + 1
k,j =

ì

í

î

ïï
ïï

Xk,j ⋅ exp( - k
α ⋅ tmax ) R2 < d

Xk,j + Q ⋅ L R2 ≥ D
（5）

式中：t，tmax 分别为迭代次数和最大迭代次数；

Xk,j ( j = 1,2,…,d )为第 k个麻雀的位置处于第 j维；

α为 [ 0,1 ]之间的随机数；R2为预警值，R2 ∈ [ 0,1 ]；
L为1 × d的单位矩阵；D为安全值，D ∈ [ 0.5,1 ]。
跟随者的位置更新公式可表示为

X t + 1
k,j = ìí

î

ï

ï

Q ⋅ exp(X tw - X t
k,j) k > n 2

X t + 1p + || Xk,j - X t + 1p ⋅ A ⋅ L k ≤ n 2（6）
式中：Xw，Xp分别为更新后麻雀种群的最差位置

和发现者的最优位置；A为 1 × d维的随机矩阵，

并且有 A + = AT ( )AAT - 1，矩阵 A内所有元素是 1
或-1的随机数。

表1 开关柜监测状态量

Tab.1 Monitoring status quantity of switchgear
位置

母线室

电缆室

断路器室

状态量

三相电压

母排温度

母线室温度

母线室湿度

三相电流

电缆接头温度

电缆室温度

电缆室湿度

分断电压

分断电流

故障跳闸延时

接地电流

获取方式

断路器测量

温度传感器

湿度传感器

断路器测量

温度传感器

湿度传感器

断路器测量
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麻雀种群中警戒者位置更新公式为

X t + 1
k,j =

ì

í

î

ïï
ïï

X tb + β ⋅ |X t
k,j - X tb| fk > fg

X t
k,j + K ⋅ ( |X t

k,j - X tw|
( fk - fw) + ε ) fk = fg

（7）

式中：Xb为更新后麻雀种族的最优位置；fk为更新

麻雀个体适应度；fg，fw分别为更新后麻雀种群最

差和最优适应度；β，K均为随机数，其中 β服从正

态分布，K ∈ [ -1,1 ]。
本文将CNN分类模型的卷积核大小与数量、

全连接层神经元个数、学习速率等超参数作为麻

雀个体，并且以CNN模型输出结果准确率为适应

度函数，采用 SSA对模型超参数进行优化。满足

下式时，最大适应度函数对应的属性值就是CNN
分类模型的优化超参数。

maxF = max n诊断标签 = 真实标签

n样本总数

（8）
2.4 基于 SMOTE-SSA-CNN的开关柜故障诊

断模型

基于 SMOTE-SSA-CNN的开关柜故障诊断

流程如图 3所示，主要包括 3个部分，即少数类样

本扩充、CNN分类模型超参数优化、开关柜故障

诊断。具体步骤如下：

图3 基于SMOTE-SSA-CNN的开关柜故障诊断流程

Fig.3 Fault diagnosis process for switchgear
based on SMOTE-SSA-CNN

1）少数类样本扩充。采用 SMOTE算法分别

对原始数据集中的开关柜局部放电、温升和机械

故障数据进行样本扩充，重新组成均衡化数据

集，并将其划分为训练集与测试集。

2）SSA优化 CNN超参数。将 CNN分类模型

的超参数作为 SSA的麻雀个体，分类模型准确率

作为麻雀个体的适应度函数，计算适应度值并更

新种群，直到满足最大迭代次数，得到 CNN的最

优超参数。

3）变压器故障诊断。基于 SMOTE算法得到

的扩充数据集，结合 SSA算法寻优得到的最优超

参数，搭建CNN模型进行开关柜故障诊断。

2.5 评价指标

为评估所提方法的有效性，引入准确率 ηA、
查准率ηP、查全率ηR和Kappa系数ηK作为故障诊

断模型的评价指标，数学表达式为

ηA = n/N （9）
ηP = nTnP （10）
ηR = nTnR （11）

ηK =
ηA -∑

i = 1

4
nRinPi /N 2

1 -∑
i = 1

4
nRinPi /N 2

（12）

式中：n为诊断的故障类型与实际故障类型相同

的样本数；N为开关柜数据集的所有样本数量；nT
为开关柜某类故障诊断结果正确的样本数量；nP
为预测为该类故障的样本数；nR为该类故障样本

数；i为开关柜的4种运行状态，i = 1,2,3,4。
准确率ηA和Kappa系数ηK是 SSA-CNN分类

模型对开关柜故障诊断能力的全局指标，数值越

大说明分类模型的性能越好；ηP为分类模型对一

种故障出现误判的评价指标，数值越大说明分类

模型的误判率越低；ηR为分类模型对某种故障出

现漏判的评价指标，数值越大说明分类模型的漏

判率越低。

3 算例验证

本文以西北某地区电力部门 10 kV高压开关

柜为研究对象，选取其历史多源监测数据共计

405组作为样本数据集，并且按照 8∶2的比例将

原始数据集划分为测试集和训练集，测试集去除

数据标签，训练集保留数据标签，具体样本分布
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如表 2所示。依据文献[15]和相关运维经验，将开

关柜运行状态划分为：正常运行、局部放电故障、

温升故障和机械故障4类。
表2 样本分布情况

Tab.2 Sample data distribution
故障类型

正常运行

局部放电

温升故障

机械故障

故障标签

1
2
3
4

训练集

200
60
48
16

测试集

50
15
12
4

总计

250
75
60
20

占总样本

数比重/%
61.73
18.52
14.81
4.94

3.1 样本均衡化处理

由表 2可知，开关柜正常运行样本数为 250
组，占总样本数的 61.73%，而故障样本数为 155
组，占总样本数的 38.27%，其中机械故障样本数

仅为 20组，占总样本数的 4.94%，开关柜原始数

据集的正负样本比例严重失衡，从而会影响后续

SSA-CNN模型的故障诊断准确性。因此，采用

SMOTE算法分别对局部放电、温升和机械故障的

样本数据进行扩充，使得开关柜每种运行状态的

样本数量均达到250组。

为了进一步说明本文所提的少数类样本扩

充方法对于提高开关柜故障识别准确率的可行

性，分别采用随机采样法、SMOTE算法合成原始

数据集的少数类样本，并将原始数据集、经样本

扩充后的数据集作为 SSA-CNN模型的输入，对

模型输出结果进行对比，结果如表3所示。
表3 不同扩充算法的识别结果

Tab.3 Fault diagnosis results of different expansion algorithms
扩充方法

未均衡化

随机采样法

SMOTE

准确率/%
71.51
90.47
97.50

Kappa系数

0.68
0.89
0.96

由表 3可知，原始非均衡样本数据作为训练

集时，基于 SSA-CNN的故障诊断模型准确率仅

为 71.51%，Kappa系数为 0.68，开关柜故障诊断精

度较低。通过随机采样法、SMOTE算法对原始数

据集的少数类样本进行扩充后，开关柜故障诊断

模型的准确度分别提升了 26.51%和 36.34%。结

果表明本文所提的基于 SMOTE算法的少数类样

本扩充方法，能够有效解决开关柜原始数据集中

正负样本严重失衡的问题，显著提升故障诊断模

型的准确性。

3.2 开关柜故障诊断

根据人工经验搭建基础CNN分类模型，具体

设置如下：卷积层采用 2层，每层卷积核大小分别

为 3×3，2×2，数量分别为 32和 64；每层卷积层后

设置池化层、批标准化层，池化核的大小为 2×2，
步长为 1，填充方式为 Same；激活函数采用ReLU
函数；全连接层采用 2层，神经元数量分别为 64
和 32；经过 Softmax函数激活，输出量为 4；优化器

为Adam；学习率为 0.001。而对于 SSA-CNN分类

模型的搭建，卷积层、全连接层、优化器等均与基

础 CNN模型相同，但卷积核大小与数量、全连接

层的神经元个数、初始学习率等超参数则采用

SSA优化，SSA初始参数设置如表4所示。
表4 SSA算法初始参数

Tab.4 Initial parameters of SSA algorithm
参数名称

种群数

迭代次数

发现者

参数值

15
70
0.8

参数名称

预警者

安全值

优化维度

参数值

0.2
0.6
300

SSA-CNN分类模型对开关柜故障诊断结果

如图 4所示，混淆矩阵如图 5所示，评价指标结果

如表5所示。

图4 开关柜故障诊断结果

Fig.4 Diagnosis results of switchgear faults

图5 开关柜故障诊断结果混淆矩阵

Fig. 5 Confusion matrix of switchgear fault diagnosis results
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表5 SSA-CNN模型的评价指标结果

Tab.5 Evaluation index results of SSA-CNN model

故障类型

正常运行

局部放电

温升故障

机械故障

评价指标

准确率/%

97.5

查准率/%
100
96.2
96.1
97.9

查全率/%
100
100
98
92

分析图 4与表 5可知，本文所提的基于 SSA-
CNN的故障诊断模型对开关柜4种运行状态的查

准率均大于 96%，查全率均大于 92%，总体故障

诊断准确率达到了 97.5%。结果表明基于 SSA-
CNN的开关柜分类模型的故障诊断总体性能好，

故障诊断灵敏度和可信度高。

3.3 不同模型诊断结果对比

为了验证 SSA-CNN分类模型的优越性，将

均衡化样本数据集作为输入量，采用 BP神经网

络（BPNN），SVM，CNN，PSO-CNN，GA-CNN等分

类模型进行开关柜故障诊断，并与本文所提模型

的输出结果进行对比。开关柜故障识别结果如

表6所示。
表6 不同模型的输出结果

Tab.6 Output results of different models
模型

BPNN
SVM
CNN

PSO-CNN
GA-CNN
SSA-CNN

准确率/%
84.3
83.6
91.5
94.3
92.7
97.5

Kappa系数

0.81
0.79
0.88
0.91
0.90
0.95

收敛次数

47
31
24

由表 6可知，BP神经网络、支持向量机等传

统分类模型的准确率低于 90%，而具有多隐含层

结构的CNN模型，能够自适应挖掘多源监测数据

的深层特征，其故障识别精度达到 91.5%。同时，

对于 SSA-CNN等改进 CNN模型，由于优化了超

参数，因此相比基础CNN模型的开关柜故障诊断

准确率都得到了不同程度的提高。

横向比较 PSO-CNN，GA-CNN，SSA-CNN可

知，相比于其他 2种分类模型，SSA-CNN模型在

故障诊断精度和运算速率上都具备一定的优势。

从故障诊断精度上看，SSA-CNN模型的准确率高

达 97.5%，明显高于其他 2种模型。从运算速率

上看，SSA-CNN模型收敛至最高准确度所需的迭

代次数为 24，低于 PSO-CNN模型和 GA-CNN模

型。算例结果表明，所提方法能够有效识别开关

柜局部放电故障、温升故障和机械故障，并且与

传统故障诊断方法相比，所提方法的收敛性较

好，精度较高。

4 结论

本文提出了一种基于 SMOTE-SSA-CNN的

开关柜故障诊断方法，并通过算例验证了所提方

法的有效性和优越性。得到的结论如下：

1）针对开关柜原始数据集中正负样本严重

失衡的问题，采用 SMOTE算法生成少数类样本

数据，有效降低了原始数据集的不平衡度，使故

障诊断结果更加准确。

2）针对人工经验选取 CNN超参数难以构建

最优网络问题，采用 SSA算法优化CNN模型的学

习率、卷积核大小与数量、全连接层神经元数量

等超参数，算例结果表明改进后的方法收敛性更

好，全局搜索能力更强，故障诊断准确率更高。

3）与传统故障诊断模型相比，本文提出的基

于 SMOTE-SSA-CNN的开关柜故障诊断模型具

有更强的故障识别性能，可以满足实际运维检修

工作需要，能够在缺少开关柜故障样本数量时，

为运维工作人员及时准确地掌握开关柜运行状

态提供参考。
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