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摘要：准确并快速地识别牵引变压器的故障类型是智能化运维的关键技术。针对目前传统算法中存在单

一模型偏差以及复杂模型的迭代速率与部署计算资源之间的约束等问题，提出了一种基于 Stacking集成学习

框架的牵引变压器故障诊断模型，并融入知识蒸馏技术以压缩模型迭代时间来提高模型的计算性能。首先构

造了由变压器油中气体指标组成的评估特征向量，然后基于 Stacking集成学习框架将单一的Bagging与Boost⁃
ing框架算法组合起来，并融入知识蒸馏技术实现对特征向量与故障类型的有效映射。在DGA数据样本中的

实际泛化效果表明该方法解决了传统集成模型存在的偏差与方差问题，加快了集成模型的迭代速度，证明了

模型的工程应用价值。
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Abstract：Accurately and quickly identifying the fault types of traction transformers is a key technology for

intelligent operation and maintenance. Aiming at the problems of single model deviation in the current traditional

algorithm and the constraints between the iteration rate of complex models and the deployment of computing

resources，a traction transformer fault diagnosis model based on the Stacking ensemble learning framework was

proposed，and incorporated knowledge distillation technology to compress model iteration time to improve the

computational performance of the model. First，an evaluation feature vector composed of gas indicators in

transformer oil was constructed，and then the single Bagging and Boosting framework algorithm were combined

based on the Stacking integrated learning framework，and knowledge distillation technology was incorporated to

realize the effective mapping of feature vectors and fault types. The actual generalization effect in the DGA data

sample shows that this method solves the problem of bias and variance in the traditional integrated model，

accelerates the iteration speed of the integrated model，and proves the engineering application value of the model.

Key words：transformer fault diagnosis；Stacking framework；ensemble learning；knowledge distillation

牵引电力变压器是高速铁路牵引供电系统

中的重要设备之一。对变压器故障的准确判断

和快速识别，可以有效地保证铁路供电系统的安

全稳定运行。在数字化转型的背景下，在智能化运

维牵引变电站中采用大数据与人工智能算法来

提高变压器故障诊断的准确性具有重要意义[1]。

目前三比值法溶解气分析（dissolved gas
analysis，DGA）仍然是最重要的故障诊断方法[2-3]，
但在应用过程中存在漏诊、误诊等问题。针对此

类问题，数据驱动方法可以帮助识别潜在的故障

模式和提高预测准确性。首先是基于机器学习

的方法，这种方法通过对大量的历史数据进行分
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析，识别出电力设备故障的模式和趋势，从而实

现准确的故障预测。例如，支持向量机算法（sup⁃
port vector machine，SVM）、随机森林算法（random
forest，RF）、神经网络等机器学习算法被广泛应

用于电力设备故障预测[4-5]。其次，基于深度学习

的方法也被广泛应用，这种方法在机器学习的基

础上，采用更深层次的神经网络结构，能够从数

据中学习更高级别的特征，并在电力设备故障诊

断和预测方面表现出更好的性能。例如，卷积神

经网络和循环神经网络被广泛应用于电力设备

故障预测。然而上述的单一模型方法仍存在算

法收敛速度慢、容易陷入局部最优的缺陷[6-7]。
伴随着单一模型的缺陷，组合分类器进入黄

金时代。近年来，集成学习作为一种组合多学习

器的方法，已经在设备故障诊断领域得到广泛应

用。最新研究中，常见的集成学习方法包括Bag⁃
ging，Boosting，Stacking等[8-10]。Bagging的主要缺

点在于样本之间的关联性，由于采样时有重复样

本的存在，因此不能完全避免模型的方差问题。

Boosting的主要缺点在于容易受到噪声和异常数

据的影响，过拟合的风险较高[8]。Stacking集成框

架与传统集成学习方法相比在减少模型方差和

偏差方面表现出色，也能够减轻模型的过拟合问

题。文献[11]表明由于 Stacking集成学习算法将

多个基学习器进行组合，可以更有效地利用各个

基学习器之间的优点，在训练阶段时可以使用K
折交叉验证，从而减少过拟合的风险。

现阶段集成学习算法在准确度和测试时间

上难以平衡[12]，复杂模型导致部署的计算资源难

以满足。虽然集成学习满足了模型上的精确度

的提升，但是实际生产中难以满足方法所需算力

迭代条件。文献 [13]研究知识蒸馏（knowledge
distillation，KD）概念，将结构复杂、推理性能优越

的大型模型的知识迁移到小型模型，从而解决模

型迭代的问题。经过知识蒸馏压缩模型后学习

效果和迭代速率达到最优，仅需学生模型的训练

时长，便可获得复杂模型迭代速率的提高，可见

知识蒸馏在工程应用中有极高的价值[14-15]。
针对以上问题，本文主要贡献如下：考虑到

模型的复杂度和迭代速率与部署算力资源之间

的约束问题，同时需要保证算法精准度，本文提

出了一种基于 Stacking集成学习框架的变压器故

障诊断算法。基于 Stacking集成学习框架将单一

的传统集成学习框架算法结合起来，解决了单一

模型偏差问题，并融入知识蒸馏技术压缩模型，

解决了复杂模型迭代速率问题，实现了设备故障

类型的高精度快速识别。最后实际算例结果验

证，本文提出的诊断模型在诊断精度和迭代速率

的平衡性能上皆优于其他模型。

1 传统集成学习框架方法

当前，人工智能及机器学习技术的快速发

展，SVM、神经网络等多种智能算法层出不穷，但

是若采用了一种单独方式进行负荷预测，由于状

态识别这类分类问题的假设空间很大，可能有多

个假设在训练集上达到同等性能，若使用单一模

型可能由于随机性而导致泛化性能不佳。因此，

寻求使用组合分类器的方式，是进一步提高模型

分类精度的必然选择，其中Bagging与Boosting算
法是最为经典的集成学习框架。

Bagging是最为典型的一种并行集成学习框

架。Bagging可分为自助采样与投票组合两个过

程，其算法架构如图 1所示。Bagging通过自助采

样方式进行采样从而产生随机样本，假设数据集

中有m个样本，每次随机有放回地采样 1个样本，

重复m次得到一个新含有m个样本的新数据集。

于是，经过 n轮自助采样法，就得到 n个样本子数

据集，每个数据集都含有m个样本，然后基于这 n
个数据集训练 n个预测模型，最后通过投票结合

策略将 n个预测模型组合。基于 Bagging架构的

算法有应用较广的RF算法、提升树算法，贝叶斯

集成算法等。

图1 Bagging集成学习框架

Fig.1 Bagging ensemble learning framework
Boosting集成学习框架如图 2所示[8]，其基本

思想如下：从训练集中进行子抽样组成每个基模

型所需要的子训练集，对所有基模型生成的结果

进行综合产生最终的分类结果。可见训练过程
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为阶梯状，即串联模式，基模型按次序进行训练，

实现上可以做到并行，基模型的训练集按照某种

策略每次都进行一定的转化。对所有基模型分

类的结果进行线性综合产生最终的预测结果。

此类算法有GBDT（gradient Boosting decision tree）
算法、XG-Boosting算法、Light-GBM（light gradient
Boosting machine）等。

图2 Boosting集成学习框架

Fig.2 Boosting ensemble learning framework
总体来说，集成框架下算法模型的偏差和方

差与基模型的偏差和方差息息相关。对于 Bag⁃
ging，整体模型的偏差和基模型近似，随着训练进

行，整体模型的方差降低。对于Boosting，整体模

型的初始偏差较高，方差较低，随着训练进行，整

体模型的偏差降低；当训练过度时，因方差增高，

整体模型的准确度反而降低，如表1所示。
表1 Bagging与Boosting框架的对比

Tab.1 Comparison of Bagging and Boosting frameworks
算法名称

Bagging
Boosting

训练方式

并行集成

串行集成

基学习器

强预测模型

弱预测模型

相关性误差类型

弱相关性减小方差

强相关性减小偏差

2 混合集成学习框架

基于上述分析，为了权衡统计学习类算法中

的偏差与方差，同时考虑到 Bagging集成学习算

法与Boosting集成学习算法对于偏差与方差的敏

感程度的差异，本文基于 Stacking混合集成学习

框架，将Bagging与Boosting两种集成学习方式有

效结合，充分发挥两个模型优点，平衡单一模型

导致的预测偏差，鲁棒性、泛化能力更强[10]。
Stacking集成学习框架首先将原始数据集划

分成若干子数据集，输入到第 1层预测模型的各

个基学习器中，每个基学习器输出各自的预测结

果。然后，第 1层的输出再作为第 2层的输入，对

第 2层预测模型的元学习器进行训练，再由位于

第 2层的模型输出最终预测结果。Stacking集成

学习的流程伪代码如表 2所示，具体训练方式

如下：

1）对于数据集 S = {( yn,xn),n = 1,⋯,N }，其中

xn为第 n个样本的特征向量，yn为第 n个样本对应

的标签值，p为所包含特征数量，即每一个特征向

量为 ( x1,x2,⋯,xp)。随机将数据划分成K个大小基

本相等的子集 S1,S2 ,⋯,SK。其中 S-K = S - SK，分
别定义 SK和 S-K为 K折交叉验证中的第 k折测试

集与训练集。对于第 1层预测算法包含 k个基学

习器，对训练集 S-K用第 k个算法训练得到基模型

Lk, k = 1,2,⋯,K。
2）对于K折交叉验证中的第 k折测试集 SK中

的每个样本 xn，基学习器 Lk 对它的预测表示为

zkn。在完成交叉验证过程后，将K个基学习器的

输出数据构成新的数据样本，即

Snew = {( yn,z1n,z2n,⋯,zkn),n = 1,⋯,N } （1）
3）新产生的数据集就是 Stacking第 2层输入

数据，使用第 2层预测算法对这些数据进行归纳

得到的元学习器 Lnew。Stacking的配置方式使得

第 1层的训练结果能够充分用于第 2层算法的归

纳过程当中，第 2层算法能够发现并且纠正第 1
层学习算法中的预测误差来提升模型的精度。

表2 Stacking集成学习训练流程伪代码

Tab.2 Stacking ensemble learning training process pseudocode
Input：数据集S = {( yn,xn),n = 1,⋯,N }；
Step1：划分数据集为S1,S2 ,⋯,SK，并设S-K = S - SK；
Step2：训练第1层的基学习器；

For 1 to K：基于S-K训练第一层的基学习器Lk；End
Step3：构建新的数据集：

Snew = {( yn,z1n,z2n,⋯,zkn),n = 1,⋯,N }
Step4：基于Snew对第2层元学习器模型进行Lnew的训练

3 知识蒸馏应用

为了减少复杂模型带来存储和计算资源需

求的指数增长，研究采用知识蒸馏技术应用于

Stacking集成学习框架。知识蒸馏是一种模型压

缩技术[11]，可以将较复杂的模型压缩成一个较简

单的模型，同时保留原模型的预测能力。接下

来，结合集成学习框架和知识蒸馏技术，以加速模

型的迭代速度和提高预测精度。具体步骤如下：

1）基础模型 Stacking模型作为教师模型 f t，将
待训练的小型模型作为学生模型 fs，本文选择的

RF算法是在传统决策树算法基础上应用统计抽

样原理构造的集成学习算法，RF算法属于 Bag⁃
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ging框架，其计算复杂度低、迭代速度快。

2）通过教师模型将训练数据集进行预测，并

将这些预测结果作为训练集的新特征，构成一个

增强的训练集，使用增强的训练集对学生模型进

行训练。在测试集上评估教师模型和学生模型

的性能，并比较两个模型的精度和速度。知识蒸

馏技术可以通过下式来实现：

LKD (w ) = αLCE [ fs (X,w ),Y ] + (1 -
α )LCE [ f t (X,w ),Ysoft ] （2）

式中：w为模型的参数；X为输入特征；Y为真实标

签；Ysoft为教师模型的软标签输出；LCE为交叉熵损

失函数；α为权衡两个损失函数的超参数。

在式（2）中，第一项是学生模型的交叉熵损失，第

二项是教师模型的交叉熵损失，但是教师模型输

出的是软标签，是一种概率分布，比硬标签更加

平滑。这种平滑有利于学生模型更好地学习教

师模型的知识。

在知识迁移的过程应用知识蒸馏于 Stacking
框架中以得到 Stacking-KD模型，该框架如图 3
所示。

图3 Stacking-KD模型

Fig.3 Stacking-KD model

4 变压器故障识别模型

4.1 故障识别模型

本文提出基于 Stacking集成学习框架与知识

蒸馏技术的牵引变压器故障模式识别方法，整体

的算法流程模型如图4所示，具体如下：

1）特征构建：本文根据牵引变压器油中溶解

气体中特征向量的特点，选定One-Hot编码完成

故障类型的离散数据编码处理，并设置Max-Min
原则作为油中溶解气体的数据归一化方法。

2）样本划分：将数据集按照交叉验证准则划

分为训练集和测试集。训练集用于训练识别模

型，而测试集用于验证模型的准确性和泛化性。

3）训练分类器：将故障数据训练集输入到

Stacking-KD模型中，设置好学习器类型和固定的

模型参数，利用输出故障类型预测结果。

4）测试过程：训练好的 Stacking-KD模型具有

分类能力，利用训练完成的模型可进行变压器故

障类型识别，从而测试算法准确性和迭代速度。

图4 变压器故障识别算法

Fig.4 Transformer fault identification algorithm
4.2 模型参数设置

4.2.1 设定集成学习参数

在选择基学习器时，需要考虑多个方面，例

如模型的预测性能、模型的复杂度、模型的计算

效率等。本文所研究的 Stacking混合集成学习框

架，选择 RF，GBDT，XG-Boosting，Light-GBM这 4
种基于 Bagging或 Boosting的集成学习模型作为

基学习器，选定决策树模型为元学习器，设定决

策树的数量为 60，每个决策树的最大深度为 5，每
个内部节点至少包含的样本数为 2，最大训练数

Epoch为 100。RF和GBDT作为传统的集成学习

模型，其基础模型基于决策树为主，已经被广泛

应用于数据挖掘和机器学习领域，并且在各种比

赛中都取得了不错的成绩，计算效率比较高，因

为它们的基模型是决策树，而决策树可以通过并

行计算来加速。XG-Boosting和 Light-GBM是近

年来非常流行的集成学习模型，具有出色的预测

性能和速度。虽然采用了复杂的模型，如GBDT
和神经网络，但是它们通过使用一些技巧，如正

则化、特征采样等来控制模型的复杂度。这 4种
基学习器在实际应用中都有着较好的预测性能，
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并且可以避免过拟合问题[10]。
4.2.2 知识蒸馏模型参数

在知识蒸馏中教师模型的输出经过一个 soft⁃
max函数得到概率分布，而温度参数 T可以控制

概率分布的“平缓程度”，即温度越高，概率分布

越平缓。通过网格搜索法可得 T=2时效果最优，

较好地平衡了软标签和真实标签的信息分布。

知识蒸馏中的损失函数由两部分组成，即对于硬

标签的交叉熵损失和对于软标签的散度损失，而

损失权重控制两个损失函数的相对重要性，因此

设置α为0.5，最大训练数Epoch为50。
5 实例分析

5.1 特征选择

在变压器故障诊断领域，通过分析变压器油

中产生的气体类型及其体积分数，可以确定是否

发生了异常和特定的故障类型，因而在工程实践

中具有广泛应用。为验证本文所提混合集成算

法的有效性，从智能化运维示范工程牵引变压器

的实际运行记录中选取 1 000个故障DGA数据样

本进行仿真测试，其中包括变压器的 5种状态：高

能量放电故障（HD）、低能放电故障（LD）、高温过

热故障（HT）、低温过热故障（LT）和正常状态

（NS）。部分测量样本及分布如表 3所示，按照交

叉验证 4∶1的比例，随机选取数据组成训练集和

测试集。
表3 变压器DGA数据样本及其分布

Tab.3 DGA data samples and their distribution

故障类型

HD

LD

HT

LT

NS

溶解气体浓度/(µL·L-1)
H2
217.5
⋮
345
⋮
172.9
⋮
181
⋮
7.5
⋮

CH4
40
⋮

112.25
⋮
334.1
⋮
262
⋮
5.7
⋮

C2H6
4.9
⋮
27.5
⋮
172.9
⋮
210
⋮
3.4
⋮

C2H4
51.8
⋮
51.5
⋮
812.5
⋮
528
⋮
2.6
⋮

C2H2
67.5
⋮
58.75
⋮
37.7
⋮
0
⋮
3.2
⋮

样本数量

125

304

328

199

44

5.2 算例结果分析

本文除提出的 Stacking-KD算法外，选取了经

典的变压器故障诊断方法进行仿真，为了体现和

参考引言内容相关的数据驱动发展研究历程，对

照组设置了包括从早期的 IEC故障诊断标准的三

比值法、机器学习中的单一分类器 SVM算法到组

合分类器典型集成学习的RF算法等代表变压器

故障诊断模型发展历程各个阶段的重要算法，进

一步对比证明了本文方法的优越性和可行性，上

述方法的参数设置如表4所示。
表4 对比算法模型参数设定

Tab.4 Comparison algorithm model parameter setting
算法

Three-Ratio
SVM
RF

参数设定

具体参考 IEC三比值法的编码规则

正则化参数C∶1.0；核函数：RBF函数；Gamma∶1/8
决策树数量60；最大深度5

在具体的训练计算资源和训练平台中，本文

提出的模型使用 Python 3.6进行开发，采用的编

译平台为Pycharm专业版，所提的基于 Stacking架
构和知识蒸馏模型主要采用目前较为流行的

Pytorch深度学习框架实现。以上计算过程通过

一台配备 Intel（R）Xeon（R）Platinum 8160 CPU @
2.10 GHz，GPU：4×GeForce RTX 2080 Ti，RAM
125 G的服务器上完成模型的训练和测试。

图 5显示了不同方法诊断结果的准确性。具

体数据如表 5所示。参与对比的方法有传统经典

识别方法以及基于 Stacking框架的混合集成学习

模型，还有知识蒸馏模型压缩后的 Stacking-KD模

型。从结果上来看，Stacking模型在训练样本集

和测试样本集上的诊断准确率要高于传统的识

别方法。同时，Stacking方法在训练集和测试集

上的性能都是最好的，对比 Bagging集成学习框

架下的RF模型而言，Stacking方法平均准确率要

高出 10.78%，可见采用元学习器来融合不同基学

习器的预测结果，可以更充分地利用基学习器之

间的差异性，避免单一集成模型的偏差影响，提

高模型的性能。

图5 训练集和测试集的准确率对比

Fig.5 Accuracy comparison between training set and test set
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表5 训练集和测试集的准确率对比

Tab.5 Accuracy comparison between training set and test set
算法类型

Stacking
RF
SVM

Three Ratio
Stacking-KD

准确率/%
训练集

98.87
86.14
59.55
67.41
98.28

测试集

80.59
77.61
64.17
68.65
73.26

整体

95.21
84.43
60.47
67.66
93.26

此外，本文提出的 Stacking-KD模型平均准确

率与压缩前的 Stacking模型较为接近，总体仍比

传统方法的精度要高，在训练集上的准确率与压

缩前的效果几乎相同，仅降低了 0.59%，说明教

师-学生模型在最优知识传递上达到了预期效

果，但在测试集上降低较为明显，比压缩前降低了

7.33%，表明模型在泛化性能上存在调整空间。

为了进一步评价不同方法的性能，本文计算

了上述方法识别不同类型故障在训练集和测试

集上的准确率，比较结果如图 6和图 7所示。由

图 6可以看出，训练集中的 Stacking模型和 Stack⁃
ing-KD模型对任何状态样本的识别准确率都在

96%以上，是所有的方法中准确率最高的。由图

7可见，Stacking模型对HT，LT，LD的识别精度不

是最优的，但从图 5的结果来看，Stacking模型在

测试集的平均表现的整体性能仍然是最好的，并

且所有方法对 LT和 LD的识别都存在较大的误

差，说明LT和LD之间的数据差异不明显，可以加

入其他监测数据辅助分类。

图6 训练集中故障类型准确率比较

Fig.6 Comparison of the accuracy of fault types in the training set
为了进一步从计算性能和迭代速率的指标

上体现 Stacking-KD的优越性，从训练测试时间和

计算量上来对算法进行能效分析。由表 6对比可

知，Stacking框架的学习精度优于Bagging框架下

的RF算法，并且可以看出经过知识蒸馏压缩模

型后改进的 Stacking-KD框架的学习效果和迭代

速率达到最优，其训练和测试的平均准确率可以

与 Stacking模型非常接近，由此可见仅需单一学

生模型的训练时长，便可获得复杂模型迭代速率

的提高，因此，Stacking-KD模型在工程应用中有极

高的价值，知识蒸馏可以在应用中大大减少模型

空间和时间的消耗，可以在不增加计算资源的情

况下加快算法迭代时间，以节省工程的计算资源。
表6 不同算法计算性能对比

Tab.6 Computational performance comparison of different algorithms
算法类型

Stacking
RF
SVM

Three Ratio
Stacking-KD

训练时间/
（s·epoch-1）

0.48
0.032
0.032
0.022
0.22

测试时间/
（s·epoch-1）

0.16
0.021
0.021
0.005
0.010

计算量/
FlOPs
45 308
2 265
-
-

2 265

准确

率/%
95.21
84.43
60.47
67.66
93.26

对比组中将 Staking方法与单一Bagging框架

的典型集成学习算法RF算法进行了对比，说明

Stacking框架解决了偏差与方差的问题。更为重

要的是，知识蒸馏技术在复杂集成模型不增加计

算资源的前提下，将教师模型的测试速率从 0.16
s/epoch压缩到了 0.01 s/epoch，可见 Stacking-KD
模型的迭代速率提升了 16倍左右。因此，在保证

了集成学习模型精确度不相上下的前提下，衡量

优劣的指标就变成了迭代每次训练需要的时间，

显然，立足于 Stacking的基本框架，融入知识蒸馏

技术的 Stacking-KD模型在计算速度的横向对比

中获得了更好的成绩。

6 结论

为了解决变压器故障诊断中传统统计学习

类算法中存在的偏差与方差问题，同时解决传统

算法处理大规模模型过大、参数冗余、测试耗时

等问题，本文提出了一种基于 Stacking集成学习

图7 测试集中故障类型准确率比较

Fig.7 Comparison of the accuracy of fault types in the test set
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框架的变压器故障诊断模型，并融入知识蒸馏压

缩模型技术应用，从而提高模型在实际应用中的

效率和速度。对比该方法在DGA样本中的泛化

效果，得出以下结论与展望：

1）本文提出的基于 Stacking集成学习框架，

将单一的Bagging与Boosting框架算法组合起来，

并根据实际算例结果，证明此方法能够实现变压

器故障类型的高精度识别，充分发挥两个模型优

点，获得更稳定、泛化能力更强的模型。可见，多

模型融合 Stacking集成学习的技术路线值得探

索，可成为各领域亟待研究的可行方向。

2）针对工程应用部署计算资源不足的问题，

研究融入知识蒸馏将 Stacking模型压缩为轻量级

模型，减少了模型的存储和计算资源需求。由于

教师模型已经学习训练集中的复杂特征，学生模

型只需要关注更简单的特征，同时简单模型通常

比复杂模型更容易进行调整和优化，可以更好地

适应新的数据集和环境，从而提高模型在未知数

据上的泛化能力，因此 Stacking-KD模型具备较高

的工程应用价值。
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