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摘要：高效精准的短期负荷预测对电力系统安全稳定运行至关重要。提出一种基于经验模态分解（EMD）

和门控循环单元（GRU）的组合预测模型。首先选取日期因素、气象因素和历史负荷因素构建输入特征集；再

利用EMD算法将随机性强的历史负荷数据分解为有限个特征互异的固有模态函数分量和趋势分量，并和日

期因素、气象因素一起作为GRU网络的输入；采用 2层GRU循环网络增加网络深度，提升模型学习能力，对各

分量数据分别预测并叠加重构输出预测值。以我国某地负荷数据为实际算例，实验结果表明，采用该方法预

测误差仅为 6.11%，相较于GRU网络模型和BP神经网络模型，预测精度得到巨大提升；相较于EMD-LSTM网

络模型，在预测精度相差0.04%的情况下，预测时长缩短25.99%，训练效率得到显著提升。

关键词：短期负荷预测；时间序列；经验模态分解；门控循环单元

中图分类号：TM28 文献标识码：A DOI：10.19457/j.1001-2095.dqcd23228

Short-term Power Load Forecasting Method Based on EMD-GRU
LU Wu，ZHENG Renjie，ZHAO Wenbin，TANG Jiayuan

（College of Electric Engineering，Shanghai University of Electric Power，Shanghai 200090，China）

Abstract: Efficient and accurate short-term load forecasting is essential to the safe and stable operation of the

power system. A combined prediction model based on empirical mode decomposition（EMD）and gated recurrent

unit（GRU）was proposed. First，the date factors ，meteorological factors and historical load factor were selected to

construct the input feature set；then the EMD algorithm was used to decompose the strong random history load data

into a limited number of inherent modal function components and trend components with different features，together

with date factors and meteorological factors as the input of the GRU. Double-layer GRU recurrent network design

was adopted to increase the depth of the network to enhance the model learning ability，and each component data

was separately predicted and superimposed to reconstruct the output prediction value. Taking the load data of a

certain place in China as an actual calculation example，the experimental results illustrate that the prediction error of

this method is only 6.11%，which is greatly improved compared with the GRU network model and the BP neural

network model. Compared with the EMD-LSTM network model，when the prediction accuracy differs by 0.04%，

the prediction time is shortened by 25.99%，and the training efficiency is significantly improved.

Key words: short-term load forecasting；time series；empirical mode decomposition（EMD）；gated recurrent

unit（GRU）

基金项目：国家自然科学基金资助项目（51707113）
作者简介：卢武（1991—），男，博士，讲师，Email：wuluee@shiep.edu.cn
通讯作者：赵文彬（1977—），男，博士，高级工程师，Email：wenbinmax@163.com

基于EMD⁃GRU的短期电力负荷预测方法

卢武，郑人杰，赵文彬，唐佳圆

（上海电力大学 电气工程学院，上海 200090）

卢武，等

电力系统安全运行要求发电量与用电量维

持动态平衡，但电网自身无法大规模储备能量，

负荷又具有随机波动性强、影响因素多的特点。

精准的负荷预测有利于电网工作人员掌握负荷

变化规律，制定合理的电力生产、电网检修计划，

达到电力系统安全稳定、经济高效的运行目的。

目前，负荷预测的方法主要可分为统计预测

法和机器学习法。统计预测法[1]结合历史负荷数

据与现有资料，线性研究未来负荷的发展趋势，

主要包括多元线性回归法[2]、卡尔曼滤波[3]和灰色

预测模型[4]等，此类模型操作简易、计算用时短，

但对时间序列平稳要求高，难以反映非线性因素
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的影响。机器学习法包括支持向量机[5]、人工神

经算法等，这些算法解决了统计预测法非线性能

力处理弱的问题，但支持向量机面对大规模数据

时计算时间长、训练效率低。人工神经算法通过

模拟人脑传递信息的过程，具有很强的并行分布

处理能力，能够学习自变量与应变量间的非线性

关系，文献[6]采用反向传播神经网络（back propa⁃
gation neural network，BPNN）结合工业、农业、轻

工业总产值及人口数的影响，建立上海某镇负荷

预测模型；文献[7]引入小波作为隐含层的传递函

数构建小波神经网络，解决了传统模型预测时间

慢的问题。但研究者发现人工神经网络（artifi⁃
cial neural network，ANN）不具备学习时间序列相

关性的能力，需要人为提取时序特征，人为干预

会破坏负荷连续性，降低预测精度。短期负荷预

测是研究随机非线性时间序列发展趋势的问题，

统计预测法和机器学习法的局限性导致模型拟

合精度较差，预测精度有限。

近年来深度学习算法发展迅速，为预测领域

研究提供了新思路。文献[8]提出深度神经网络

（deep neural network，DNN）具有更多隐藏层，模

型可靠性、预测精度提升，但是面对多类型实值

输入数据时处理能力有待提升；循环神经网络

（recurrent neural network，RNN）能够降低人为提

取时间序列特征时对负荷连续性的破坏，更好地

适应数据非线性特征，但是会随着时间序列增加

出现梯度消失的情况；文献[9]提出长短期记忆神

经网络（long short-term memory，LSTM）能够有效

降低负荷输入维度，增强时序建模能力，但存在

训练用时过长的问题；门控循环单元（gated recur⁃
rent unit，GRU）是一种基于 LSTM的变体[10]，具有

更灵活简单的结构，在保障精确度的同时能够大

幅缩短预测时长，GRU网络通过引入更新门的设

计，解决了RNN网络预测中长期时间序列时梯度

消失的问题，因此在电力系统短期负荷预测得到

广泛应用。

针对电力系统负荷随机波动性强、趋势不显

著的特点，本文提出一种基于经验模态分解（em⁃
pirical mode decomposition，EMD）的门控循环单

元神经网络负荷预测方法，记作 EMD-GRU混合

神经网络。该方法首先利用EMD算法将原本随

机、非线性的短期负荷数据分解为有限个固有模

态函数和趋势分量，分解后的序列特征互异，再

利用GRU网络对相互影响降低的分量分别预测，

最后通过叠加重构分量得到预测结果，完成短期

负荷预测。文中以我国某地区历史负荷数据作

为算例进行预测，结果表明相较于其他预测方法

具备更高精度和效率。

1 负荷输入特征集的构建

电力负荷与社会生活作息、气象条件密切相

关，充分考虑敏感因素构建输入特征集，将最大程

度提升负荷预测精度，文中采用下式表示负荷：

P ( t ) = Pd ( t ) + Pw ( t ) + Ph ( t ) （1）
式中：P（t）为实际负荷值；Pd（t）为日期因素引起

的负荷变化；Pw（t）为气象因素引起的负荷变化；

Ph（t）为依据历史负荷数据完成的负荷预测值。

由此，构建以下输入特征集：

1）日期因素。根据生活作息方式可将日期

分为工作日、公休日和节假日，不同日期因素对

工业用电影响明显。基于此，构建的日期因素包

括周日期和工作类型日期。

2）气象因素。电力负荷中用电设备种类繁多，

空调、地暖等受气象因素影响大的设备比重逐年增

加。基于此，构建气象因素时包括最高温度、日最

低温度、日平均温度、相对湿度以及日降雨量。

3）历史负荷因素。模型可以根据一定时间

段的历史负荷数据，学习其近期变化规律和特

征，预测未来短期内的负荷值。

因此，文中构建包括日期因素、气象因素和

历史负荷因素在内共 8维特征向量作为输入，具

体如表1所示。
表1 输入特征集

Tab.1 Input feature set
影响因素

日期因素

气象因素

历史负荷因素

具体特征项

周日期

工作类型日期

最高温度

最低温度

平均温度

相对湿度

降雨量

历史负荷

特征构成描述

1~7分别代表周一~周日

1~3分别代表工作日、

公休日和节假日

当日最高温度/℃
当日最低温度/℃
当日平均温度/℃

当日相对湿度/RH%
当日降雨量/mm

历史负荷数据/MW

2 EMD-GRU学习模型

2.1 经验模态分解

经验模态分解[11-13]是一种具备自适应能力的

信号分析方法，被广泛应用于数据处理与数据挖
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掘领域，尤其适用于非线性非平稳时间序列的研

究。EMD算法可以将原始信号序列分解为若干

不同频率和趋势的固有模态函数（intrinsic mode
function，IMF）和一个趋势分量 rk，分解所得的

IMF是一系列具备相对固定波动周期、能够反映

原始信号特征的独立分量，具体满足以下条件：

1）极值点数量和过零点数量相差不超过 1；2）任

意时间节点，信号局部最大值和局部最小值所定

义的上下包络线均值为0。
算法流程如图1所示。

图1 EMD算法流程图

Fig.1 EMD algorithm flow chart
具体分解过程如下所示。

步骤 1）：计算原始信号序列 y（t）的所有局部

极值点，利用三次样条插值函数形成上包络线

mmax（t）和下包络线mmin（t）；

步骤2）：计算上下包络线的均值m（t）即

m ( t ) = [mmax ( t ) + mmin ( t ) ] /2 （2）
步骤 3）：计算原始信号序列 y（t）和上下包络

线均值m（t）的差值，得到去除低频成分的新序列

y1（t）即

y1 ( t ) = y ( t ) - m ( t ) （3）
步骤 4）：若 SD≥α，则令 y（t）=y1（t）并重复步骤

1）~步聚3）直到SD＜α，其中：

SD =∑ || y1 ( t ) - y ( t ) 2
∑y ( t ) ＜α （4）

式中：α 一般可取 0.2~0.3 的任意数，本文取

α =0.2。
步骤 5）：当满足式（4）后，此时的 y1（t）就是固

有模态函数第 i个 IMF，计为 ci ( t )，残余分量 r（t）可

由原始信号数据 p ( t )减去 ci ( t )获得：

r ( t ) = p ( t ) - ci ( t ) （5）
重复以上步骤，可将原始信号分解为 i个 IMF

分量和 1个趋势分量 rk，rk为单调函数代表负荷的

平均趋势，最终原始信号序列 y（t）经EMD算法分

解后可表示为

y ( t ) =∑i ci ( t ) + rk （6）
2.2 GRU神经网络原理

LSTM神经网络有效解决了传统RNN网络梯

度消失的问题[14]，在时间序列预测领域应用成效

良好，但存在内部结构复杂、训练费时的问题，

GRU[15]网络针对以上缺点优化改良，在保留LSTM
预测精度前提下，采用缩减门控神经网络结构参

数的方式提升模型训练效率。作为 LSTM的变

体，GRU优化内部单元结构，集成遗忘门和输出

门为单一的更新门，因此GRU网络只包含重置门

rt和更新门 zt。GRU结构如图2所示。

图2 GRU结构图

Fig.2 GRU structure diagram
GRU数学描述如下：

zt = σ (W zxt + U zht - 1 ) （7）
rt = σ (W rxt + U rht - 1 ) （8）

h͂t = tanh( rt ∘ Uht - 1 + Wxt ) （9）
ht = (l - z t )∘ h͂t + z t ∘ ht - 1 （10）

式中：xt为 t时刻输入变量；ht-1为上一隐藏层输出

结果；h
~
为 xt和 ht-1的汇总；ht为本单元隐藏层输出

结果；WZ，Wr，W，UZ，Ur，U为可训练参数矩阵；l为

单位矩阵；∘为复合关系；σ为 sigmoid激活函数，σ
和 tanh数学描述如下所示：

σ ( x ) = 1/ (1 + e-x ) （11）
tanh = (ex - e-x ) / (ex + e-x ) （12）

GRU模型核心模块是更新门 zt和重置门 rt。
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输入变量 xt与上一隐藏层输出结果 ht-1的拼接矩

阵经σ（x）激活函数非线性变化后输入至更新门

中，用于控制前一时刻信息被保留到当前状态的

程度；重置门控制当前状态与先前时刻信息的结

合程度，输出结果 ht为 1-zt倍上一隐藏层输出结

果ht-1和 zt倍待定输出值 h
~
之和。

2.3 基于EMD-GRU的混合神经网络模型

本文提出的 EMD-GRU混合神经网络模型，

首先收集整理并清洗日期因素、气象因素和历史

负荷因素相关数据，随后将历史负荷数据输入至

EMD算法中分解，分解结果同日期因素和气象因

素一起输入到GRU模型进行训练，最后得到预测

结果并与测试集数据对比验证，具体过程如图 3
所示：

图3 EMD-GRU组合预测模型流程图

Fig.3 EMD-GRU combined prediction model flow chart
具体步骤如下：

步骤 1）：数据处理。收集整理日期、气象和

历史负荷数据，完成错误、缺失数据的修正，并将

处理后的数据划分成训练集、验证集和测试集。

步骤 2）：经验模态分解。采用 EMD算法将

历史负荷数据 y（t）分解为 i个固有模态函数

{IMF1，IMF2，…，IMFi}和 1个趋势分量{rk}。考虑

到分解后数据数值差异较大不利于GRU模型训

练，采用min-max归一法对输入特征集数据归一

化处理 [16]，将数值缩放在 0~1之间，计算公式如

下所示：

x* = ( x - xmin ) / ( xmax - xmin ) （13）
式中：x*为归一化后的数据；x为输入数据；xmin，xmax
分别为输入数据中的最小值和最大值。

步骤 3）：GRU模型时序预测。建立基于

GRU的预测模型，具体流程如图 4所示，将 EMD
分解结果和日期因素、气象因素作为GRU网络的

输入，采用 2层循环网络设计提升学习能力，通过

全连接层将双层GRU网络中提取的高维特征和

时序信息降维，整合特征样本完成映射，起数据

降维与结果输出的作用。分别对 IMF分量和趋

势分量进行预测，得到分量预测值后通过叠加重

构获得最终的负荷预测值。

图4 GRU网络流程图

Fig.4 GRU network flow chart
步骤 4）：模型预测评价。当模型训练次数满

足最大迭代次数后，通过预测值和实际值的误差

度量模型准确性，选用平均百分误差[17]（mean ab⁃
solute percentage error，MAPE）、均 方 根 误 差[18]

（root mean square error，RMSE）作为评价标准。

MAPE属于绝对指标，不随负荷数量级变化而改

变，RMSE属于相对指标，对数据的离散程度敏

感，两者数值越小表示预测效果越好。计算公式

如下所示：

eMAPE = 1N∑i = 1
N | yi - y

∧
i

yi
| × 100% （14）

eRMSE = 1
N∑i = 1

N ( yi - y∧ i
) 2 （15）

式中：N为待预测负荷点个数；yi，y
∧
i
分别为第 i个

负荷的实际功率值和预测功率值。

3 算例分析

本文数据集选取我国某地 2014年 6月 1日至

2014年 8月 30日共 8 640个历史负荷数据（采样

频率 15 min），并同时提取日期因素、气象因素共

计 8维特征向量作为研究对象。训练集、测试集

和验证集按8：1：1划分。

3.1 数据样本预处理

在数据样本采集过程中，受电网检修、采样

设备或人为记录错误等因素影响，会造成数据缺

失、采集与记录不一致的情况，在使用前需要对

“坏数据”查补修正[19-20]。针对缺失数据可以选取

相邻时段和相似日数据插补，异常数据可以采用
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“图示法”和“经验修正法”修正。完成缺失数据

补齐与异常数据修正的典型工作日、工休日和节

假日负荷数据如图5所示。

图5 经预处理的典型数据

Fig.5 Typical data preprocessed
3.2 EMD-GRU模型参数设置

对于非线性、波动性强的时间序列，需要较

多神经元才能更好的拟合序列波动细节，原则上

来说GRU循环网络层数的加深就可以提升模型

学习能力。在调试过程中采用控制变量法只改

变网络层数，平均百分误差变化如表 2所示，由表

2可知GRU循环网络层数为 2时平均百分误差取

得最小值，当层数继续增加时，模型因过度学习

出现预测误差不减反增的情况。因此GRU模型

采用 2层堆叠设计，神经元个数依次为 256和
128，初始学习率为 0.001，另外采用Dropout算法

防止训练时出现过拟合现象，当 Dropout算法丢

弃率为0.4时模型误差最小。
表2 不同GRU层数的平均百分误差

Tab.2 Mean absolute percentage error of different GRU layers
GRU层数

1
2
3

训练次数

75
75
75

eMAPE/%
7.28
6.11
6.49

模型训练过程采用自适应矩估计（adaptive
moment estimation，Adam）优化算法[21]，Adam算法

是随机梯度下降法的扩展，结合均方根传播算法

和自适应梯度算法的优势，通过动量和自适应学

习率提升收敛能力。在训练过程中迭代网络各

神经元的权重，不断优化更新模型，使损失函数

输出达到最优值，保证训练输出值接近实际值。

损失函数使用均方误差（mean squared error，
MSE）衡量：

LMSE = 1N∑i = 1
N ( yi - y∧ i

)2 （16）
3.3 EMD-GRU预测结果

负荷时间序列经EMD算法分解得到8个 IMF
分量{IMF1，IMF2，…，IMF8}和１个趋势分量{rk}，如
图 6所示，其中 IMF1~IMF3频率高，表现出强烈的

随机性与波动性；IMF4~IMF6随机性降低，呈现出

一定的周期性；IMF7，IMF8和 rk分量趋势平缓波动

小，波形逐渐接近正弦波。经 EMD算法分解的

IMF分量频率依次降低，规律性增强，离散型降

低，趋势逐渐平稳，反映出负荷的用电特征与规律。

图6 原始负荷和EMD算法分解结果

Fig.6 Initial load and EMD algorithm decomposition results
GRU预测模型对 8组 IMF序列和 1组趋势分

量序列分别展开预测，将各分量预测结果叠加重

构为最终负荷预测值，表 3为 8月 29日部分负荷

真实值及预测值。
表3 随机选取部分预测日真实值及预测值

Tab.3 True and predicted values of some predicted
days were randomly selected

时刻

0：00
1：00
2：00
3：00
4：00
5：00
6：00
7：00
8：00
9：00
10：00
11：00

实际值/
MW
8 170.75
7 901.40
7 666.47
7 411.07
7 200.84
7 040.97
6 911.79
7 048.85
9 045.58
11 102.50
11 520.60
11 720.30

预测值/
MW
8 520.22
8 251.52
8 121.33
7 963.70
7 465.82
7 381.51
7 299.31
7 827.61
9 747.54
12 205.40
12 448.79
12 536.75

时刻

12：00
13：00
14：00
15：00
16：00
17：00
18：00
19：00
20：00
21：00
22：00
23：00

实际值/
MW
9 936.27
9 510.29
11 396.90
11 709.80
11 842.80
11 512.80
9 496.99
10 235.70
10 302.30
10 066.80
9 484.43
8 863.49

预测值/
MW
9 401.27
10 393.42
12 327.97
12 305.10
12 588.25
10 703.27
10 013.54
10 734.45
10 860.53
10 428.85
9 800.95
8 274.93

图 7为预测日平均百分误差和均方根误差统

计，整体来看即使是在负荷波动最为剧烈时段，

EMD-GRU模型预测误差基本都能控制在 10%以

内，表现出稳定的预测能力，对于各时刻实际负

荷都有较高的拟合度。
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图7 预测日误差统计

Fig.7 Forecast day error statistics
3.4 预测结果分析

为体现本文算法有效性和准确性，分别采用

EMD-LSTM，GRU，BP神经网络模型和本文提出

的EMD-GUR模型进行预测对比。

为保证对比实验客观，对比模型参数设置最

优数值，其中 EMD-LSTM模型和 GRU模型的层

数、训练次数、损失函数等参数与EMD-GRU模型

保持一致；BP神经网络设置参数如下：隐藏层神

经元个数 128，最大训练次数 1 000，损失函数

MSE，激活函数ReLU，学习率0.001。
实验结果为各模型执行 20次实验的均值，采

用 eMAPE，eRMSE和预测时长评估不同模型预测精度

和训练效率，其中 EMD-GRU和 EMD-LSTM模型

预测时长为预测 9个分量的总用时。具体结果如

表4所示。
表4 模型预测效果评估

Tab.4 Evaluation of model prediction effectiveness
模型方法

EMD-GRU模型

EMD-LSTM模型

GRU模型

BP模型

评估指标

eMAPE/%
6.11
6.07
8.02
10.22

eRMSE/MW
586.37
593.26
753.50
983.54

预测时长/s
9×188.38
9×254.52
1×192.38
1×325.66

由表 4可知，相比于传统 GRU网络模型，文

中所提的EMD-GRU神经网络模型均方根误差下

降了 167.13 MW，平均百分误差降低了 1.91%；与

BP神经网络相比均方根误差下降了 397.17 MW，

平均百分误差降低了 4.11%；与 EMD-LSTM模型

相比，在预测精度几乎保持相同的情况下，EMD-

GRU模型缩短了 25.99%的预测时长，训练效率

得到显著提升。

另外，记预测精度小于7%的结果为优质预测

点[22]，各模型优质预测点统计结果如图 8所示，其

中EMD-GRU优质预测点共计 70个，占所有预测

点的73%，比EMD-LSTM模型、GRU模型、BP模型

多3个、18个、35个，单点预测质量具有明显优势。

图8 各模型优质预测达标个数

Fig.8 Number of high quality prediction standards for each model
综上所述，综合整体预测精度和单点预测质

量，文中采用的 EMD-GRU混合神经网络模型表

现良好，较其他网络模型预测性能均有提升。

4 结论

本文提出一种基于EMD-GRU的混合神经网

络模型，该方法适用于非线性、波动性强的负荷

序列，并在实际案例中表现出良好的预测性能。

1）充分考虑影响电网负荷波动的敏感因素，

构建了包括日期因素、气象因素和历史负荷因素

的输入特征集。

2）EMD算法能将波动性强的负荷分解成更

为平稳的分量负荷，GRU网络模型能高效识别负

荷的时序特性，EMD-GRU模型综合两种算法的

优势，细致把握并充分学习负荷的细节变化，极

大程度的提升模型性能。

3）通过对比实验证明，相较于 EMD-LSTM、

GRU和BP神经网络模型，文中所提的EMD-GRU
能够在保持较高预测效率的同时，具有更高的预

测精度。
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