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摘要：针对目前直流充电桩故障频发、维护不及时的问题，提出一种基于软分类模型的直流充电桩故障预

警方法。基于充电桩充电过程中的电流电压序列，构建充电功率的差分序列，结合充电过程中车端的荷电状

态（SOC）序列作为该过程的充电特征，与充电桩的基础信息共同作为故障识别模型的输入特征；集成随机森

林（RF）、极端梯度提升（XGBoost）和K近邻（KNN）算法构建充电桩故障识别模型，模型采用软分类方法计算充

电桩的充电特征属于各类故障状态的概率值。通过设定预警阈值，在充电桩发生故障的概率超过预警阈值

时，向相关维护人员发出预警信息。采用从车联网平台获取的直流充电桩数据进行验证，结果表明，该方法可

对即将发生故障的直流充电桩进行预警，预警的准确率和召回率满足要求，验证了该方法的有效性和实用性，

该方法对直流充电桩的运维工作具有一定的实用价值。
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Abstract: Aiming at the problems of frequent failures and untimely maintenance of DC charging pile，a fault

early warning method of DC charging pile based on soft classification model was proposed. Based on the current

sequence and voltage sequence of the charging pile in the charging process，the differential sequence of charging

power was constructed，the state of charge（SOC）sequence of the electric vehicle was also regarded as the feature of

the charging process，above characteristics were taken together with the basic information of the charging pile as the

input feature of the fault identification model；based on the integration of random forest（RF），extreme gradient

boosting（XGBoost）and K-nearest neighbor（KNN）algorithms，a charging pile fault identification model was

constructed，the soft classification method was used in the model to calculate the probability that the charging

characteristics of the charging pile belong to various fault states. By setting the early warning threshold，when the

probability of failure of the charging pile exceeded the early warning threshold，an early warning message was sent

to the relevant maintenance personnel. The DC charging pile data obtained from the internet of vehicles platform

was used for experiments，the results show that the proposed method can carry out early warning for the DC

charging pile that is about to fail，and the precision and recall of early warning meet the requirements，which verifies

the effectiveness and practicability of this method. The proposed method has certain practical value for the operation

and maintenance of DC charging pile.
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李芝娟，等

发展电动汽车对推动产业节能减排、技术创

新具有重要意义，是实现“碳达峰、碳中和”目标

的重要策略[1]。电动汽车的发展离不开基础设施

的建设，作为电动汽车的充电设备，充电桩成为
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人们研究的热点。

充电桩投放后无法避免故障的发生。相较

于交流充电桩而言，直流充电桩结构较复杂、充

电功率大，所以直流充电桩更容易发生故障，并

且故障原因更复杂[2]。由于直流充电桩的服务率

远高于交流充电桩，直流充电桩发生故障将对大

规模用户带来不良影响，所以直流充电桩的使用

质量成为电动汽车用户和电网公司的重点关注

问题。

保障充电桩可靠性的有效方法是提高故障

诊断技术，从而快速识别有故障的充电桩并定位

故障点。目前，针对充电桩如何布局规划[3]、充放

电控制优化[4] 、充电负荷预测[5]等方面的研究较

多，但如何保障充电桩可靠性的研究相对缺乏，

充电桩运维领域仍需凭借专家经验进行维护，运

维效率低。

在充电桩故障诊断领域，部分文献提出了故

障诊断及定位的模型：文献[6]构建了基于整数线

性规划的充电桩故障定位模型，该模型根据充电

桩发生故障时所产生的扰动功率来定位故障充

电桩所在的支路；文献[7]在文献[6]的基础上，提

出基于二进制粒子群算法的求解方法，模型性能

得到提升；文献[8]通过仿真发现直流充电桩在不

同控制策略和不同状态下的输出电压波形存在

差异，由此利用充电桩的输出电压数据构建了基

于深度神经网络的直流充电桩故障诊断模型；文

献[9]分别将隐生灭过程模型和隐马尔科夫模型

用于识别充电桩故障，仿真结果表明隐生灭过程

模型的故障识别速度更快；文献[10]将相似性聚

类与隐马尔科夫相结合来构建充电桩故障诊断

模型，在一定程度上提高了模型的诊断精度。上

述模型采用人工智能算法对故障进行定位，但是

模型的故障诊断类型比较单一。文献[11]中对直

流充电桩的故障类型进行了详细划分，根据故障

现象和故障原因建立了基于故障树的直流充电

桩故障诊断专家系统，但故障树的构建和分析过

程离不开人工，故障预测方面的研究不足。

针对直流充电桩的故障频率高、种类多、人

工检测难度大，本文提出基于软分类识别模型的

充电桩故障预警模型。首先，依据充电桩在一次

充电过程中的功率变化，挖掘充电过程的阶段性

特征。然后构建功率的差分序列，结合电动汽车

的荷电状态（state of charge，SOC）序列作为充电

桩的充电特征，采用基于“随机森林（random for⁃

est，RF）+极端梯度提升（extreme gradient boost⁃
ing，XGBoost） + K 近 邻（K-nearest neighbor，
KNN）”集成的软分类故障识别模型，该模型会计

算充电桩在故障发生前的充电特征属于各类故

障状态的概率值，在故障发生概率超过预警阈值

时发出预警信息。最后通过车联网数据进行算

例分析，验证文中模型的有效性。

1 充电功率特性分析

利用来自充电桩端监控到的实时充电电流、

电压信息可以计算实时的充电功率，从而反映充

电桩在单位时间内的电量输出情况，通过来自车

端的实时 SOC信息可以反映电动汽车的电量输

入情况。在正常充电过程中，直流充电桩的充电

功率与电池 SOC随时间的变化趋势如图 1所示，

该充电桩的额定功率为 60 kW，最大输出电压为

500 V，充电时间为“2021-08-28 10：08：39”至
“2021-08-28 12：28：02”。

图1 充电功率与电池SOC随时间的变化趋势

Fig.1 Change trend of charging power and battery SOC with time
直流充电桩的充电过程具有三个不同阶段

的充电特征：阶段 1对应车端 SOC值为 0% ~ 90%
范围内，该阶段的桩端充电功率维持在较高数值

水平，缓慢增长；阶段 2对应车端 SOC值一般位于

90% ~ 95%范围内，该阶段的桩端充电功率由最

高值快速下降到较低值；阶段 3对应车端 SOC值

临近 100%，该阶段的桩端充电功率一直维持在

最低水平。

基于充电桩正常充电时的三阶段特征，无故

障充电桩的充电功率曲线具有相同的变化趋势，

对每个数据采集时间点的功率值作一阶差分处

理，用于表示在单位数据采集间隔时间内的功率

变化率，直流充电桩的充电功率差分ΔP随电池
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SOC的变化曲线如图 2所示。电池 SOC低于 90%
时，充电功率的差分序列不低于 0，当 SOC超过

90%左右时，充电功率的差分值迅速减小为负

值，当 SOC临近 100%时，充电功率的差分值在 0
附近小范围波动。

图2 正常充电功率差分随SOC变化的规律

Fig.2 Variation of normal charging power difference with SOC
与正常充电规律变化图对比，图 3展示了部

分故障类型的充电功率差分曲线图，在故障充电

过程中，功率差分值提前出现大幅度下降，并在 0
值附近出现较大幅度的波动。

图3 异常充电功率差分曲线示例

Fig.3 Example of abnormal charging power difference curves

2 软分类算法原理

软分类故障识别模型对于所输入的每个样

本，都将输出一组数值，对应该样本发生每一类

故障的概率。本文采用将软分类模型中的随机

森林、KNN和 XGBoost组合的集成方法，构建直

流充电桩故障识别模型。

1）随机森林（RF）模型。RF模型使用了Bagging

技巧，在训练每一个分类器时，仅使用样本的部分

特征来构建分类器，从而实现分类器的多样性，通

过这种方法，可以获得具有不同关注点的分类器。

在RF中，分类器就是单棵决策树，通过训练多棵

决策树并将它们的判断结果通过投票计数的方式

总和起来，得到森林的判断结果。通过 Bagging
技巧，随机森林中的分类器性能结构各不相同，

使得森林在性能上往往优于单棵的决策树，具有

更低的过拟合风险和更强的模型泛化能力[12]。
2）K近邻（KNN）模型。KNN模型通过计算

样本点之间的距离（通常为欧拉距离），将样本点

划分为离其最近的 K个点的标签众数。KNN模

型对于群体分布敏感性较高，在区分分布较为混

杂的群体时，KNN模型精度有限，但其模型简单，

训练速度较快，在简单常规分类问题中也有着不

错的表现[12]。但是KNN模型对于不同特征的距

离权重需要人为设定，较为繁琐，在本研究中，各

特征距离权重均相等，以简化模型。

3）极端梯度提升（XGBoost）模型。XGBoost
是在梯度提升决策树（gradient boosting decision
tree，GBDT）原理上发展改进而来。GBDT会串行

地训练多个分类器，每个分类器会注重于学习前

一个分类器判断错误的样本，起到学习并弥补前

一个分类器错误的作用，最后，各分类器的判断

结果加和在一起，作为整个模型的判断结果。与

传统的 GBDT不同，XGBoost在对目标函数进行

泰勒展开时会展开至二阶而非一阶；其次，GBDT
给下一层分类器寻找新的拟合标签，XGBoost则
是寻找新的目标函数；最后，XGBoost还在子叶权

重中加入了 L2正则化（平方正则化）。这些改进

使得XGBoost在近年来的机器学习竞赛中获得了

较传统GBDT更为优异的性能[13]。
4）集成模型。针对不同的分类器模型对于

数据的处理方式有所区别，从而导致出现各分类

器从样本特征中获得的信息不同的问题，集成模

型通过将子分类器的结果进行策略性结合之后

作为模型的输出，即综合各分类器获得的信息和

判断依据，从而获得更精确可靠的结果。

本文构建的充电桩故障识别模型的原理如

图4所示。RF，KNN和XGBoost作为子分类器，每

个子分类器会对所输入的样本发生每一类故障

的概率进行计算，集成模型通过将各分类器对样

本发生各类故障的概率计算值进行加权加和，将

加和结果最高的故障类型作为识别模型的判别
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结果。

图4 基于软分类的充电桩故障识别模型原理

Fig.4 Principle of charging pile fault identification
model based on soft classification

3 模型框架与评价指标

3.1 模型框架与阈值设置

在数据采集过程中，直流充电桩只输出 A相
电流电压值，其他 B，C相的电流电压值恒为 0。
将直流充电桩在每次充电过程中的 A相电流、A
相电压、SOC记录数据视为一个独立样本信息，

提取电流、电压序列中的最大电流、电压值，并计

算功率的差分序列，与该次充电过程的 SOC序列

一块作为样本的充电特征，再结合直流充电桩的

额定功率、最大输出电压这些基本信息作为故障

识别模型的输入特征，模型内核采用基于“RF+
KNN+XGBoost”集成的故障识别模型，该模型将

会输出发生每类故障的概率值，直流充电桩故障

识别模型的框架如图5所示。

图5 直流充电桩故障识别模型框架

Fig.5 Framework of DC charging pile fault identification model

预警阈值 TA与预警精确度和预警提前时间

密切相关：随着预警阈值的增大，模型的预警精

确度增大，预警可信度越高，但预警提前时间随

着预警阈值的增大而减小，预警的实际价值降

低。不同类型故障各有不同的特征，所以不同故

障类型的预警阈值应该分别设置。本文采用统

计学方法设置预警阈值。通过拟合无故障充电

桩的正常样本经过模型计算得到的发生各类故

障的概率值，以故障A为例，求解概率密度函数

f（PA），预警阈值通过下式计算：

∫TA+∞ f (PA )dPA = α （1）
式中：PA为模型识别出样本发生A类故障的概率

值；TA为A类故障的预警阈值；α为显著性水平，

考虑到样本量不是很多，本文选取α为0.005。
通过比较PA和TA的大小，制定预警准则如下：

{PA < TA 充电桩不发生A类故障

PA > TA 充电桩发生A类故障

3.2 模型评价指标

混淆矩阵是用于统计分类模型测试结果正

确量和错误量信息的矩阵，以二分类任务（含有

两类标签A，B）为例，混淆矩阵结构如图6所示。

图6 二分类混淆矩阵

Fig.6 Confusion matrix of binary classification
图 6中，a代表样本真实标签为A、模型识别

标签为A的样本数；b代表样本真实标签为B、模
型识别标签为A的样本数；c代表样本真实标签

为A、模型识别标签为B的样本数；d代表样本真

实标签为B、模型识别标签为B的样本数。

为评价直流充电桩故障识别模型的性能好坏，

采用准确率（Precision）、召回率（Recall）、F1-Score
作为评价指标。以标签A为例，各项指标的计算

方式如下：

Precision (A ) = a
a + b （2）

Recall (A ) = a
a + c （3）

F1 - Score (A ) = 2 × Precision (A ) × Recall (A )Precision (A ) + Recall (A ) （4）
式中：Precision为模型识别结果的可靠性指标；
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Recall为模型正确识别出该类标签的比例指标；

F1 - Score为模型的综合性能指标，融合了 Precision
及Recall两个指标的信息。

以上三个指标的值越大，模型性能越好。

考虑到模型识别的故障标签有多个，计算各

个评价指标的Macro Average（数值平均）和Micro
Average（加权平均）值作为故障识别模型性能的

评估指标，其中，数值平均可以反映各类故障在

同一类指标上的平均性能，而加权平均值由于结

合了各类样本的占比信息，能综合反映模型在整

个数据集上的表现。

4 算例分析

实验数据来自车联网平台中的 6 506个上海

市内的直流充电桩的历史信息，包括实时采集信

息、故障信息及设备信息，时间为 2021年 8月 24
日到 2021年 11月 16日。采集信息记录的是直

流充电桩每隔 3 min采集一次的实时电压、实时

电流以及实时 SOC数据，故障信息记录了直流

充电桩每次发生故障的具体故障类型、故障开

始时间、故障结束时间等信息，设备信息记录的

是直流充电桩的位置、额定功率、最大输出电压、

生产厂家等信息，以上三类信息通过充电桩编号

进行关联。

在直流充电桩间隔 3 min采样的数据中，利

用 Python编程将每次充电过程的采集数据提取

出来，基于实时电流、实时电压计算实时功率，然

后对功率进行一阶差分处理，对直流充电桩进行

充电功率分析。

在直流充电桩的充电过程中均匀选取 30个
采集时间点所对应的功率差分值和 SOC值分别

作为该充电过程的功率差分序列和 SOC序列，将

直流充电桩在每次充电过程中的最大电流、最大

电压、功率差分序列、SOC序列、额定功率、最大

允许输出电压信息作为一个样本的输入特征，通

过故障信息对位于故障开始与结束时间段内的

样本进行标记，当故障时间段内没有相关的充电

记录，即充电桩因为故障而停止提供充电服务的

情况，将距离故障开始时间最近的充电过程样本

标记为故障样本。

据统计，数据中一共出现了 40多种故障类

型，通过电力公司工作人员进行商量选择故障频

率较高、比较重要的故障类型，得到如表 1所示的

12种直流充电桩常见故障类型。

表1 故障类型统计

Tab.1 Statistics of fault types
故障编号

1
2
3
4
5
6
7
8
9
10
11
12

故障类型

充电模块过温告警

充电中车辆控制导引告警

充电接口过温告警

TCU与控制器通信故障

绝缘监测告警

充电模块交流输入告警

充电模块风扇故障

充电模块输入欠压告警

直流母线输出过流告警

电度表异常故障

直流母线输出过压告警

充电接口电子锁故障

样本数量

4 831
778
813
983
502
181
55
205
203
241
74
133

随机抽取 8 000个正常样本和上述故障样本

作为模型的训练与测试数据，按照 7∶3划分训练

集和测试集，为得到无偏的模型测试结果，采用分

层抽样的方法保证每类样本在训练集和测试集

中的占比相同，训练时采用五折交叉验证法，模

型参数采用网格调参。在使用相同数据集的前

提下，将本文所提的集成模型与 KNN，XGBoost，
RF做对比，各模型的训练与测试效果如表2所示。

表2 模型性能对比

Tab.2 Model performance comparison

评价指标

训
练
集

测
试
集

Macro Average
（数值平均）

Weighted Average
（加权平均）

Macro Average
（数值平均）

Weighted Average
（加权平均）

Precision

Recall

F1-Score
Precision

Recall

F1-Score
Precision

Recall

F1-Score
Precision

Recall

F1-Score

模型

KNN

0.88
0.91
0.89
0.92
0.92
0.92
0.88
0.90
0.89
0.92
0.92
0.92

RF

0.95
0.81
0.87
0.94
0.93
0.93
0.94
0.79
0.85
0.93
0.93
0.92

XGBoost

0.91
0.83
0.87
0.95
0.95
0.94
0.90
0.82
0.85
0.94
0.94
0.94

“RF+KNN+
XGBoost”
集成模型

0.94
0.87
0.90
0.96
0.96
0.95
0.93
0.86
0.89
0.95
0.95
0.95

结果表明，与单一算法的故障识别模型相

比，集成模型的准确度更高，模型性能更优，验证

了该模型应用于充电桩故障诊断的有效性。

利用集成模型对未发生过故障的充电桩样

本进行预测，模型预测出上述正常样本不发生故

障的概率分布和概率累积分布如图 7所示，90%
的正常样本被模型预测为无故障发生的概率值

超过0.8，说明了模型识别准确度高。
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图7 正常样本的正常概率分布及累计分布

Fig.7 Probability distribution and cumulative
distribution of normal samples

模型预测出上述正常样本发生各类故障的

概率累积分布如图 8所示，在模型预测概率值较

低的位置，各类故障的累计分布接近了 100%，进

一步验证了模型的准确性。

图8 正常样本的故障概率累计分布

Fig.8 Cumulative distribution of failure
probability of normal samples

以故障 1（充电模块过温告警）为例，基于软

分类的集成模型预测正常样本发生故障 1的概率

值 P1，拟合概率值 P1的概率分布，根据式（1），可

求得故障1的预警阈值T1= 0.429 342 638 751 654，
利用发生过故障 1的充电桩样本检验该预警阈

值下的模型预警性能：该充电桩在“2021-10-01
12：54：59”发生了故障 1，之前未发生过故障，利

用模型对该充电桩进行预警的过程如图9所示。

图9 故障1预警示意图

Fig.9 Schematic diagram of fault 1 early warning

经过基于软分类算法的集成模型预测，该充

电桩在“2021-09-26 01：06：04”的充电样本被模

型预测出发生故障 1的概率值P1超过了预警阈值

T1，比实际故障发生提前了 5 d时间，虽然中间有

几次充电均没有触发预警，但故障概率值的抖动

上升趋势明显，可以判断出故障的发生，可以认

为该预警阈值设置合理，具备早期预警能力。

5 结论

针对直流充电桩故障频发的问题，通过挖掘

桩端的充电功率对电动汽车充电效率的影响，提

出将功率差分序列和车端 SOC序列作为样本特

征，构建一种基于软分类算法的直流充电桩故障

预警模型，该模型通过集成RF，KNN，XGBoost三
种分类算法实现优势互补，能对直流充电桩中频

繁发生的 12种故障类型进行识别，模型的识别准

确度、召回率以及 F1-Score的加权平均值均达到了

95%，模型效果最优。

通过拟合模型预测正常样本发生故障概率

值的概率分布函数，设计了显著性水平为 0.005
条件下的故障预警阈值，实例验证了该模型在所

设计预警阈值下能够提前对直流充电桩故障进

行预警，并能准确识别出具体的故障类型，给维

护人员留出了充分的故障应对时间，体现了该模

型的预警价值。

所提充电桩故障预警方法具有理论价值和实

用性，能为建设智能充电桩维护平台提供参考。
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