
电气传动 2022年 第52卷 第14期 ELECTRIC DRIVE 2022 Vol.52 No.14

摘要：随着计算机运算能力的提升，数据驱动技术被广泛应用于冶金工业过程中。基于该技术的轧制力

预报有助于缩短带材的头尾长度，提高成材率。为了解决数据驱动模型在预训练过程中因特征提取盲目导致

预测精度较低的问题，提出了一种基于半监督堆叠自编码器（SS-SAE）的深度分层监督预处理框架，用于轧制

力预报建模研究。在SS-SAE中，依次训练多个半监督自编码器（SS-AE），分级提取目标相关特征。每个SS-AE
将来自前一隐藏层的特征作为新的输入，以生成高阶特征。通过堆叠多个 SS-AE的方式，可逐步学习深层目

标相关特征，同时深度网络结构将逐步减少不相关信息。仿真结果表明，该模型预测精度可控制在 2%以内，

实现了轧制力的高精度预测。
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Abstract: With the improvement of computer operation level，data-driven technology is widely used in

metallurgical industry. Accurate prediction of rolling force is helpful to shorten the length of strip head and tail and

improve the yield of strip. In order to solve the problem of low prediction accuracy of data-driven model due to

blind feature extraction during pre-training，a deep hierarchical supervised preprocessing framework based on semi-

supervised stacked autoencoder（SS-SAE）was proposed for modeling rolling force prediction. In SS-SAE，several

semi-supervised autoencoders（SS-AEs）were trained in turn to extract target related features. Each SS-AE took

features from the previous hidden layer as new input to generate higher-order features. By stacking multiple SS-

AEs，the features related to deep targets could be gradually learned，while the deep network structure will gradually

reduce the irrelevant information. The simulation results show that the prediction accuracy of this model can be

controlled within 2%，and the high precision prediction of rolling force is realized.
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任巍，等

在现代工业过程中，某些关键性指标的预测

对安全、环保生产而言显得越来越重要，其很大

程度上决定着生产过程的规划及产品的质量[1]。
近年来，基于数据驱动的预测模型在冶金、生化

工业等领域非常流行且有效，这主要得益于大量

的过程历史数据[2]。数据驱动模型无需对生产的

物理化学过程进行深入了解，仅基于生产变量间

的关系进行建模。与机理模型相比，其具有成本

低、响应快、维护方便等优点[3]。
过程数据的特征表示在建立精确的预测模

型中起着不可或缺的作用[4]。由于过程数据的高

维、大容量增长，在捕获复杂数据特征方面受到
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限制。这使得传统的特征学习方法，如典型相关

分析（canonical correlation analysis，CCA），主成分

分析（principal component analysis，PCA）和偏最小

二乘（partial least squares，PLS）等浅层学习网络

模型，难以在现代大规模流程中描述数据。与浅

层模型相比，多层神经网络具有更强的非线性建

模能力。由于多层非线性的堆叠结构，深度神经

网络能够处理任何高度非线性的数据关系[5]。深

度网络主要以分层无监督预训练和有监督微调

的方式进行训练，为此开发了深度信念网络

（deep belief network，DBN）、长短期记忆（long and
short term memory，LSTM）、卷积神经网络（convo⁃
lutional neural network，CNN）、堆叠自编码器（stack
autoencoder，SAE）等深度学习模型。

在以上模型中，虽然分层预训练方式可以从

工业过程数据中学习到层次特征，但是大多数深

度网络主要基于无监督训练的方式对原始输入

数据进行特征表示，因此提取的特征可能不适合

用于目标预测过程。以无监督的方式进行预训

练往往会忽略引导特征学习重要参数。在实际

应用中，只有从原始输入数据中提取有用的信

息，才能进行高精度预测。

为此，本文提出一种基于半监督堆叠自编码器

（semi-supervised stacked autoencoder，SS-SAE）的

深度分层预处理框架，用于轧制力预测建模研究。

将半监督自编码器（semi-supervised autoencoder，
SS-AE）的编码器部分级联起来，构建一个深度网

络，实现与预测目标相关的分层特征表示。通过

改进特征学习的约束条件，使其在重构输入的同

时，预测目标数据。然后叠加多个SS-AE模型，对

原始输入数据进行连续提取，进而从低阶特征中

逐层提取高阶目标相关特征。最后，将输出层添

加至SS-SAE的顶层特征层，对轧制力进行预测。

1 半监督自编码器

1.1 自编码器

自编码器是一个输入层神经元数量等于输

出层数量的三层神经网络。如图 1所示，其网络

结构分为编码层和解码层两部分。

图1 自编码器模型结构

Fig.1 Structure of autoencoder

首先，输入数据 x经编码层映射至隐藏层，以

提取有效特征 h。在解码层中，有效特征 h经非

线性重构转换为输出数据 z。通过设定损失函

数，使输出最大限度等于输入。

编码层训练过程如下：

h = f (x ) = s (Wx + b ) （1）
式中：W为输入层到输出层的权重矩阵；b为偏置

向量；s (·)为非线性激活函数，sigmoid函数。

解码层训练过程如下：

z = g (h ) = s (W ′h + b′ ) （2）
式中：W ′为隐藏层到输出层的权重矩阵；b′为偏

置向量。

损失函数为

l (x, z ) =∑n = 1
N

||x - z||2
N

（3）
式中：N为训练所需的总样本数。

1.2 半监督自编码器

AE是一个无监督的自学习编解码器网络。

编码器将输入层映射到隐藏层的特征，解码器确

保学习到的特征具有某些特定的属性。由于AE
的目标是通过重构输入来学习特征，因此潜在特

征需要可以在很大程度上重构其输入数据。然

而，对于回归预测建模，重要的是学习有用的与

预测目标相关特征。若学习具有较低相关性的

特征，则会导致预测性能下降。AE作为一种无

监督模型，不能保证特征与标签值的相关性，在

提取特征过程中，可能存在许多不利于目标预测

的无关信息。针对这一问题，设计了一种半监督

自编码器（SS-AE）网络模型，用于预训练阶段学

习与目标相关的特征，其网络结构如图 2所示。

在 SS-AE网络中，使用编码器从输入数据生成隐

藏特性。然后，利用隐藏特征重构输入数据的同

图2 半监督自编码器网络结构

Fig.2 Network structure of semi-supervised autoencoder
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时，预测输出层的目标值。通过将标签值信息加

入到网络中，并使用标签数据进行训练，可以提

取与目标相关的特征，减少不相关信息。

由 SS-AE的网络结构图可知，该模型的损失

函数为

l (x, z ) =∑n = 1
N [ λ||x - z||2 + (1 - λ )||y - ŷ||2 ]

N
（4）

式中：ŷ为目标值 y的预测值；λ为权重系数。

改进后的损失函数将标签值信息加入至训

练过程中，使得训练过程转为半监督模式，提高

了特征提取的有效性。通过调整 λ，可以改变标

签值信息对重构过程的影响。

传统梯度下降方法中，每次迭代中使用所有

样本进行训练。当训练样本较多时，训练过程较

慢。小批量梯度下降将输入样本分为若干个相

同大小的子集。每次迭代中，仅使用单个子集进

行训练，提高了训练过程的灵活性，特别适用于大

样本的训练过程。为了加快网络训练过程，SS-AE
模型使用小批量梯度下降的方式进行训练，具体

训练过程如图3所示。

图3 单轮损失小批量梯度下降训练过程

Fig.3 Single epoch loss function calculation of
mini-batch gradient descent

Adam优化算法为模型中的每个参数提供自

适应的学习率，可进一步提高训练效率，其过程

如表1所示。为此，引入Adam优化算法优化模型

的梯度下降过程。

1.3 半监督堆叠自编码器

为了逐步减少不相关信息，学习与目标相关

的深层特征，将多个半监督自编码器堆叠设计，

构成 SS-SAE的深层网络结构。其结构如图 4所
示，前一个 SS-AE的隐藏层作为下一个 SS-AE的

输入层。通过改进损失函数，将标签值信息加入

到逐层的特征提取过程中。然后，学习到的深层

特征可以用于目标值预测。

SS-SAE使用贪婪逐层训练的方式进行学习。

对于一个 Km层的堆叠结构 SS-SAE，首先，对 SS-

AE1进行训练，将其输入向量 x1映射至隐藏层 h1
中，通过最小化其损失函数 l1提取x1的特征h1。然

后，将h1作为SS-AE2的输入数据，用于提取高阶数

据 h2。按以上步骤，逐个训练每个 SS-AE。因此，

SS-SAE使用标签值变量指导每一层的特征学习，

可以提取对目标值预测更有用的层次特征。

图4 半监督堆叠自编码器结构图

Fig.4 Structure diagram of SS-SAE

2 基于SS-SAE的轧制力预报模型

2.1 基于SS-SAE的轧制力预报模型

轧制力的预报精度决定着最终成品的厚度

及板形的平整度。准确的轧制力预报有助于提

高成材率。基于 SS-SAE的轧制力预报模型可以

从原始输入数据中学习更深层次的与目标相关

的特征。这些深度特征包含了大量标签值变量

的预测信息，非常适合预测回归建模中。因此，

只需在 SS-SAE网络的最顶层增加一个用于预测

Algorithm 1：Adam optimization algorithm
1
2
3
4
5
6
7
8
9
10
11
12
13
14

Require：学习率α，一阶和二阶矩估计的指数衰减率

β1 β2，极小数 ε

Require：初始化参数向量 θ0，一阶矩向量m0 = 0，

二阶矩向量 v0 = 0，迭代次数 t = 0

while θ0未收敛 do

t = t + 1

计算损失函数的导数gt = ∇θ ft (θt - 1 )
更新一阶矩估计mt = β1 ⋅ mt - 1 + (1 - β1 ) ⋅ gt
更新二阶向量矩估计 vt = β2 ⋅ bt - 1 + (1 - β2 ) ⋅ g2t
计算一阶矩估计的偏差修正 m̂t = mt / (1 - β t1 )
计算二阶矩向量估计的偏差修正 v̂ t = vt / (1 - β t2 )
更新参数向量 θt = θt - 1 - α ⋅ m̂t / ( v̂ t + ε )

end while

return 参数向量 θt

表1 Adam优化算法伪代码

Tab.1 Pseudocode of Adam optimization algorithm
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目标值的输出层，就可利用提取的深度相关特征

直接构建预测模型。基于 SS-SAE的轧制力预报

模型详细过程描述如下：

1）根据轧制过程的机理模型确定轧制力预测

建模所需的工艺变量，并划分训练集和测试集。

2）确定 SS-SAE的堆叠层数，假设在 SS-SAE
网络中共有 Km个隐藏特征提取层。从 SS-AE1开
始，使用改进的反向传播算法对其进行训练。然

后，将 SS-AE1的编码层变量{W1，b1}及隐层特征向

量h1保存下来，用于后续处理。

3）使用 SS-AE1的隐层特征向量 h1作为 SS-

AE2的输入数据，对 SS-AE2进行训练。训练完

成后，保存其编码层变量{W2，b2}及隐层特征向

量 h2。

4）按以上方式，逐层训练每个 SS-AE直至顶

层。对于所有的 SS-AE，其编码层变量可以被定

义为{Wk，bk}，k = 1，2，…，Km。
5）当SS-SAE特征学习网络预训练完成后，在

最顶层的SS-AE隐藏层后添加目标输出层。使用

标签数据，对网络中的变量{W，b}进行微调。

6）在测试阶段，首先，将测试数据集 Xt输入

至 SS-SAE特征网络中，经第 1层向顶层隐藏层的

向前传播，获得目标相关的深层特征；然后，将顶

层特征作为预测网络的输入，获得测试数据集的

预测值Yt。

2.2 输入参数的选择

Bland-Ford轧制力计算公式[6]为冷轧轧制力

计算基本公式，具体如下所示：

P = Bl′cQpK tK （5）
式中：P为轧制力；B为原件宽度；l′c为变形区接触

弧长；Qp为外摩擦应力状态系数；K t为张力影响

系数；K为变形抗力。

通过对 Bland-Ford公式进行分析，最终选取

原料宽度、原料厚度、进出口厚度、进出口张力、

轧辊压扁半径和出料带线速度作为模型的输入

参数。

2.3 结果与讨论

本模型所需样本数据选自山西太钢不锈钢

股份有限公司冷轧厂的生产数据。取其轧制过

程中 1 000条数据作为训练集。同时，额外选择

200条未参与训练的数据为测试集，以验证模型

的精确性。

基于 SS-SAE的轧制力预报模型分为半监督

预训练和有监督微调两部分。经重复实验，最终

选定模型中的超参数如表2所示。
表2 SS-SAE模型超参数设定值

Tab.2 Hyper-parameter of SS-SAE model
超参数

学习率

迭代次数

权重系数λ

预训练阶段

0.02
200
0.8

微调阶段

0.01
500
—

为了获得更好的函数逼近能力，使用 5个隐

层数量为 7的 SS-AE堆叠组成轧制力预报模型，

预测结果如图 5所示。从图中可以看出，该模型

的预测值与实测值的拟合点基本位于±2%误差

线范围内，实现了冷连轧轧制力的高精度预测，

满足生产要求。

图5 基于SS-SAE的轧制力预报模型拟合效果图

Fig.5 Simulation diagram of rolling force
prediction model based on SS-SAE

为验证模型性能，将所提出的SS-SAE建模方

法与其他两种相关方法进行了比较。第一种方

法是传统的多层神经网络，采用反向传播算法对

网络参数进行随机初始化和优化。第二种方法

是基于 SAE的深度网络。SAE是分层无监督模

型，通过构建多个AE进行预训练。两种方法具

有相同的结构，即[8，7，7，7，7，7，1]。
三种建模方法经过训练后，可以用来预测测

试数据集中的目标值。表 3给出了基于多层神经

网络、SAE和 SS-SAE预测模型的预测指标。对比

均方根误差（RMSE）、平均绝对百分比误差

（MAPE）和决定系数（R2），传统多层神经网络的

预测性能最差。多层神经网络虽然能够模拟复

杂的非线性关系，但其参数是随机初始化的，因

此，很容易进入局部最优。对于 SAE，采用分层

预训练技术从原始输入数据中获取深度特征，然

后利用预先训练好的网络参数作为初始化参数，

并对网络进行微调，因此，该方法可以提高预测

精度。然而，SAE是一个无监督的自学习网络，

其可以自行学习原始输入数据的良好特性不能

保证特征与目标相关，在深层特征中可能包含许
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多不相关的信息。与其相比，SS-SAE利用标签值

构建深度半监督学习模型指导每个SS-AE的预训

练。深度特征的学习是为了在每个SS-AE中尽可

能好地预测目标值，这样可以把只有与质量数据

相关的特征被保留下来。因此，SS-SAE可以学习

深度目标相关特征，用于目标值的预测。此外，

预训练的参数可以用于基于 SS-SAE的深层网络

的良好初始化。因此，在三种方法中，SS-SAE的

预测性能最好，其RMSE，MAPE和R2指标均优于

其他方法。
表3 不同模型预测效果对比

Tab.3 Comparison of prediction effects of different models
建模方法

多层神经网络

SAE
SS-SAE

RMSE

52.457
24.699
16.305

MAPE

0.835
0.513
0.326

R2

0.893
0.975
0.982

图 6为三种方法在 500个训练周期下的误差

曲线对比。可以看出，由于多层神经网络的网络

参数是随机初始化的，所以其在训练初始阶段的

训练误差最大；对于 SAE，其初始训练误差较小，

但是 SAE的预训练只是通过对输入数据的自重

构来学习特征，不能保证特征与输出的相关性，

因此训练误差在起始阶段较大；基于SS-SAE的预

测模型在预训练阶段提取与质量相关的特征进

行回归，因此SS-SAE可以获得更好的网络初始参

数，并且比多层神经网络和 SAE具有更小的初始

训练误差，此外，与多层神经网络和 SAE模型相

比，SS-SAE模型可以更快地逼近收敛状态且收敛

误差较低。

图6 不同模型训练过程

Fig.6 Training process of different models
图 7比较了三种方法对测试数据集的预测误

差。多层神经网络的预测误差较大。通过使用

深度学习技术，SAE可以减少许多测试样本的偏

差。在此基础上，SS-SAE可以学习深度质量相关

特征来预测轧制力，因此其预测误差最小。对比

三种方法在测试数据集中的详细预测误差曲线

可以看出，大部分的预测误差都在零附近。而

且，在许多样本点上，基于 SS-SAE方法的误差值

均小于其他两种方法。

图7 不同模型对测试集的预测误差

Fig.7 Prediction error of different models for the test sample

3 结论

提出了一种新的半监督预测模型，并用于轧

制力预测建模研究。SS-SAE模型能够从原始输

入数据中学习深层与目标相关的特征。在 SS-

SAE中，通过构建多个 SS-AE模型逐层提取深层

高阶特征。与目标值相关的特征被依次学习，不

相关的信息则通过层次化叠加的 SS-AE逐步减

少。最后，通过冷连轧生产过程的轧制力预报实

验，验证了SS-SAE模型的有效性和优越性。
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激光雷达扫描得到的数据点集合，采用基于平行

坐标系数据变换方式对数据点进行分析处理以

实现集装箱的位置检测。结合起重机位置检测

和定位算法，让集装箱对箱工作自动化。通过实

际项目验证表明：该系统方案可行，实现了集装

箱对箱的自动作业，降低了操作人员劳动强度，

作业效率提高了15%。
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